
CBPF – Centro Brasileiro de Pesquisas F́ısicas

Dissertação de Mestrado

Detecção Automatizada de Sintomas de COVID-19 em
Texto usando Redes Neurais do tipo Transformer

V́ıtor Machado Marques

Orientador
Dr. Clécio Roque De Bom

Rio de Janeiro, RJ
2022



 

 
 

 
 

Centro Brasileiro de Pesquisas Físicas 
Rua Doutor Xavier Sigaud, 150, URCA, Rio de Janeiro, Brasil 

Tel.: +55 21 2141-7100     CEP:22290-180 
http://www.cbpf.br 

 

“DETECÇÃO AUTOMATIZADA DE SINTOMAS DE COVID-19 EM 
TEXTO USANDO REDES NEURAIS DO TIPO TRANSFORMER” 

 
VITOR MACHADO MARQUES 

 
                                                                                   
   

                                                   Dissertação de Mestrado Profissional em Física     
                                                   com ênfase em Instrumentação Científica,  
                                                   apresentada no Centro Brasileiro de Pesquisas  
                                                   Físicas do Ministério da Ciência Tecnologia e  
                                                   Inovação. Fazendo parte da banca examinadora os  
                                                   seguintes professores: 

 
 

 
 
               Clécio Roque De Bom – Presidente/Orientador/CBPF 

                          

                Kary Ann Del Carmen Ocaña Guautherot – Coorientadora/LNCC 

                                       

                Eduardo Bezerra da Silva – CEFET-RJ 

 

                Marcelo Portes de Albuquerque - CBPF 

                 

 

 

Rio de Janeiro, 13 de julho de 2022. 
 





V́ıtor Machado Marques

Detecção Automatizada de Sintomas de COVID-19 em

Texto usando Redes Neurais do tipo Transformer

Trabalho apresentado ao Programa de Pós-
Graduação no Centro Brasileiro de Pesquisas
F́ısicas como requisito parcial para obtenção
do grau de Mestre em F́ısica com Ênfase em
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inspirou a decidir fazer uma carreira acadêmica. Apesar de nem sempre sermos cativados

pelo mesmos temas, espero sinceramente ter a oportunidade de trabalhar novamente com

ele no futuro, pois trabalhar ao seu lado foi uma experiência ı́mpar em relação a tudo que
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Resumo

A presente dissertação apresenta uma metodologia para detecção automatizada de sin-

tomas de COVID-19 em texto, através de técnicas de Aprendizado Profundo, nomeada-

mente, redes do tipo Transformer. Tal metodologia foi desenvolvida inicialmente para

identificar, em publicações no Twitter, sintomas predefinidos de COVID-19. A metodolo-

gia proposta foi avaliada em uma base de dados (doravante, dataset) de tweets pública, em

português brasileiro, de relatos de sintomas de COVID-19 feitos pelos usuários. Ao final,

esta foi encapsulada na forma de um chatbot no aplicativo de mensagens Telegram. Ao

longo do trabalho, mineramos o dataset para extrair frases com sintomas e constrúımos

redes de Aprendizagem Profunda com alta acurácia para identificação da presença de

sintomas. Em paralelo, usamos um processo de Validação Cruzada para avaliar a perfor-

mance dos resultado e, ao final, interpretamos os resultados usando o algoritmo de Local

Interpretable Model-Agnostic Explanations (LIME). Montamos um dataset final com 4321

tweets, dos quais 907 contém ao menos um dos 14 sintomas predefinidos de COVID-19.

A rede BERTimbau identificou todos os 14 sintomas reportados em tweets em português,

identificando cada sintomas com mais de 97% de acurácia e mais de 0.95 de AUC-ROC

nos dados de teste. Com a rede treinada em mãos, montamos o chatbot, o qual funciona

tanto como ferramenta de validação da rede treinada quanto como fonte de novos dados

para criação de um novo dataset.

Este projeto é um passo no caminho do desenvolvimento de uma futura ferramenta cĺınica

automatizada auxiliar para anamnese, e.g., chatbots médicos, para auxiliar avaliações

cĺınicas mais céleres em português.

Palavras Chaves: Redes Transformer, Aprendizado Profundo, BERT, Classificação de

Texto, COVID-19
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Abstract

This dissertation presents a methodology for the automatic detection in written text of

COVID-19 symptoms using Machine Learning techniques, more specifically, Transformer

networks. The present methodology was initially developed to identify in Twitter’s publi-

cations previously-defined COVID-19 symptoms. The proposed methodology was evalua-

ted in a public dataset composed by tweets in Brazilian Portuguese reporting COVID-19

symptoms. At the end, it was encapsulated in a chatbot constructed in the messaging app

Telegram. During our work, the dataset was mined to extract sentences describing symp-

toms, contributing to the development of Machine Learning networks with high accuracy

for detecting the presence of symptoms. Simultaneously, a Cross-Validation framework

was used to evaluate the results’ performance and, at the end, the results was interpreted

using the Local Interpretable Model-Agnostic Explanations (LIME) algorithm. A final

dataset composed of 4321 tweets was built, of which 907 contain at least one of the 14

previously-defined COVID-19 symptoms. The BERTimbau network identified all the 14

symptoms reported in Portuguese tweets, identifying each symptom with an accuracy of

more than 97% and AUC-ROC higher than 0.95 in the test dataset. Once in possession

of the trained network, the chatbot was built, working as a tool for validating the trained

network as well as a source of fresh data to construct a new dataset. This project is a

step towards the future development of an automatic subsidiary clinical anamnesis tool,

e. g., a medical chatbot for faster clinical evaluation.

Key-Words: Transformer Networks, Deep Learning, BERT, Text Classification, COVID-

19
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1

Caṕıtulo 1

Introdução

A pandemia causada pelo coronav́ırus (COVID-19) deixou milhões de infectados e

mortos no mundo inteiro1. A infecção por COVID-19 possui um peŕıodo de hospitalização

longo, de 10 a 13 dias2, e devido à sua transmissão por via aérea, hospitais se tornaram

potenciais focos de risco de novas infecções. Apesar disso, muitas pessoas buscaram

hospitais por medo de estarem infectadas, expondo-se ao v́ırus da COVID-19 no próprio

hospital.

Fornecer acesso à informações espećıficas sobre saúde diretamente para as pessoas

usando chatbots é uma forma de reduzir a exposição em hospitais e o contato com in-

fectados por COVID-19 e outras doenças infecciosas, reduzindo o fluxo nas unidades de

saúde e melhorando as condições de trabalho dos profissionais da saúde [1, 2]. Além

disso, o uso de chatbots para a realização de auto avaliações automatizadas permite que

os profissionais de saúde processem os dados antes de ter contato direto com pacientes.

Estudos iniciais foram direcionados para identificar sintomas em pacientes infectados

pelo v́ırus, principalmente aqueles hospitalizados ou que receberam atendimento de saúde

[3]. Entretanto, a maioria dos infectados teve sintomas leves ou foram assintomáticos e

não buscaram por atendimento de saúde, apesar da real proporção de assintomáticos não

possuir um valor preciso [4, 5].

Metodologias baseadas em redes do tipo Transformer [6, 7, 8] são utilizadas em diver-

sas aplicações para processamento de linguagem natural, como classificação em texto [9],

tradução [6] e sumarização de textos [10]. Além disso, vários estudos adaptando Apren-

dizado Profundo para analisar relatos de COVID-19 foram relatados em [11, 12, 13].

Baseado nisso, exploramos o uso das mı́dias sociais, especificamente do Twitter, para

estudar sintomas relatados por pessoas que testaram positivo para COVID-19 e por pes-

soas com sintomas, mas sem resultado de teste.

1 https://www.who.int/publications/m/item/weekly-operational-update-on-covid-19—8-november-
2021

2 https://www.cdc.gov/coronavirus/2019-ncov/hcp/clinical-guidance-management-patients.html
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Nossos objetivos primários foram (i) desenvolver uma rede de aprendizado profundo

capaz de identificar, de forma automatizada, sintomas de COVID-19 em texto para ser

usada em contexto de autoavaliações; (ii) montar um chatbot de autoavaliação capaz

de receber informações do paciente e usar a rede neural em tempo real para identificar

sintomas relacionados a COVID-19.

1.1 Trabalhos Relacionados

Existem diversos trabalhos que usam modelos computacionais para auxiliar na área

médica, inclusive no combate da pandemia de COVID-19. Entre esses trabalhos, desta-

camos os que usam de dados do Twitter para treinar modelos de classificação de texto

relacionados à COVID-19. Dentre esses trabalhos, podemos citar Sarker et al., 2021 [14],

que analisa o espectro de sintomas de COVID-19 auto-relatados por usuários do Twitter,

com o objetivo de complementar a lista de sintomas identificados em ambiente cĺınico.

Esse foi o primeiro trabalho, pelo nosso conhecimento, que focou na extração de sintomas

de COVID-19 de mı́dias sociais públicas.

Seguindo a linha de problemas de classificação com dados do Twitter, Kumar et al.,

2021 [15], descreve abordagens para classificar tweets contendo sintomas de COVID-19

em três classes (auto-relatados, relatos não-presenciais e menções na literatura/mı́dia)

nas tarefas compartilhadas do Social Media Mining for Health Applications (SMM4H) em

2021. Foram implementados diferentes modelos para essa tarefa de classificação de texto,

obtendo vários resultados com altos ı́ndices de acerto, o que sugere ser um problema que

possui diversas soluções com alta performance.

Valdes et al., 2021 [16], decreve a classificação automática de publicações no Twitter

relacionados à COVID-19. Seu trabalho foi focado em resolver um problema de classi-

ficação binário: identificar tweets com auto-relatos de potenciais casos de COVID-19, e

classificar tweets contendo sintomas de COVID-19. Baseado nos resultados obtidos, os

autores conclúıram que um modelo treinado com dados espećıficos do domı́nio, no caso,

tweets relatando casos ou sintomas de COVID-19, poderia superar um modelo treinado

com uma quantidade muito mais significatica de dados de domı́nio geral, não relacionados

a essa questão espećıfica.

Em [17], Luo et al. apresentam um sistema que busca distinguir automaticamente

tweets entre auto-relatos de potenciais casos de COVID-19 daqueles que não o são. Foi

proposto um conjunto de diferentes modelos computacionais que balanceia o resultado de

cada modelo para chegar a uma resposta final.

Por fim, o estudo em [18] objetivou detectar e caracterizar conversas (no Twitter)

geradas por usuários que poderiam estar associadas a sintomas relacionados à COVID-

19, experiência com acesso à testagem, e menções de recuperações de doenças usando uma

abordagem de Aprendizado de Máquina não-supervisionado.
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Tendo em vista nosso objetivo de usar um chatbot como ferramenta de automatização

para autoavaliações, existe uma preocupação sobre a disposição das pessoas em interagir

com o chatbot. De acordo com [19], a maioria dos usuários de internet seriam recepti-

vos em usar chatbots de saúde, apesar da hesitação em relação a essa tecnologia poder

comprometer o engajamento dos usuários. Além disso, as perspectivas, motivações e ca-

pacidades dos pacientes devem ser levadas em conta e ouvidas durante o desenvolvimento

de chatbots de saúde para aumentar sua frequência de uso e qualidade.

No presente trabalho, usamos redes Transformer treinadas de forma supervisionada

para caracterizar sintomas auto-relatados e menções a recuperações relacionados à COVID-

19 no Twitter brasileiro. Muitos usuários reportaram sintomas relacionadas à COVID-19,

mas não foram testados para confirmar suas suspeitas. Futuros estudos podem continuar

a explorar a utilidade de abordagens de vigilância da informação para estimar a severi-

dade da COVID-19, extendendo a pesquisa para mais bases de dados em texto e áudio,

além da possibilidade de utilizar modelos de Inteligência Artificial mais refinados.
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Caṕıtulo 2

Breve introdução à Inteligência

Artificial

O termo Inteligência Artificial (doravante IA) se refere, em linhas gerais, à criação

de agentes racionais artificiais. Em outras palavras, busca-se dotar um programa de

computador da capacidade de tomar decisões e/ou realizar ações baseadas em uma busca

pelo melhor resultado posśıvel [20]. Uma das formas mais bem sucedidas da atualidade

em uma vasta variedade de tarefas é o chamado Aprendizado de Máquina (doravante ML,

de Machine Learning), que usa modelos que são constrúıdos a partir dos dados [21].

Aprendizagem Profunda (doravante DL, de Deep Learning) é um subcampo de Apren-

dizado de Máquina que utiliza um algoritmo de aprendizagem inspirado no cérebro hu-

mano para processar padrões, as chamadas redes neurais. O algoritmo é baseado em

estruturas chamadas de neurônios artificiais, em clara analogia à sua inspiração, que são

ordenados em camadas até formar uma rede neural. Uma rede neural como um todo

possui uma profundidade, dada pelo número de camadas de neurônios, e cada camada

possui sua largura, referente à quantidade de neurônios presentes nela. Redes neurais

usam uma combinação de transformações lineares e não-lineares para processar dados e

aprender seus padrões [22, 23].

2.1 Redes Neurais

O conceito fundamental de uma rede neural é a proposta de representação matemática

do neurônio. O funcionamento de um único neurônio artificial, que pode ser visualizado

na Figura 2.1, consiste em receber os dados de entrada (x1, x2, ..., xn), ponderá-los por

seus respectivos pesos (w1, w2, ..., wn), somar o resultado a um viés (b), aplicar uma função

de ativação (f) e, por fim, passar o resultado para a próxima camada. Os pesos, como

o próprio nome sugere, servem para dar uma importância relativa diferente para cada
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entrada. O grande sucesso das redes neurais dentro do campo da inteligência artificial se

dá pela sua capacidade de aprender qual o melhor peso usar para cada entrada, processo

que veremos em futuras seções. O viés também é um parâmetro aprend́ıvel que visa dar

maior liberdade ao sistema. Até então, todo o processo descrito é uma simples função

linear tendo os dados de entrada como variáveis. Mesmo em uma rede neural com diversos

neurônios, continuaŕıamos com uma função linear, incapaz de realizar aprendizados que

exigissem algum caráter não-linear. Acrescentar um caráter não-linear aos neurônios é

a tarefa da função de ativação, que é aplicada sobre o somatório feito e gera o sinal de

sáıda do neurônio artificial. Existem uma infinidade de funções de ativação diferentes,

cada uma melhor adaptada a diferentes tipos de problemas.

b (Viés)
x1

x2

xn

w1

w2

wn

y (saída)

Somatório
ponderado das

entradas com o viés

Função de
ativação

Figura 2.1 – Esquema representativo do funcionamento de um neurônio artificial. As entradas
(x1, x2, ..., xn) são ponderadas por seus respectivos pesos (w1, w2, ..., wn) e somadas
ao valor de um viés (b). Por fim, uma função de ativação é aplicada ao resultado
do somatório, gerando a sáıda (y) do neurônio.

Os neurônios artificiais são divididos em camadas, que determinam a ordem de pro-

cessamento das informações, como pode ser visualizado na Figura 2.2. Nela, temos um

exemplo de rede neural que recebe duas entradas (x1, x2) e devolve duas sáıdas (y1, y2)

após passar por quatro camadas de neurônios. Entre cada camada, as sáıdas da camada

anterior entram no próximo neurônio após serem ponderadas pelos seus respectivos pesos.

Em seguida, é adicionado o viés do neurônio, e computada a função de ativação, cuja sáıda

servirá como entrada para a próxima camada. O processo se repete até alcançarmos a
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última camada, que retorna a sáıda da rede neural.

Figura 2.2 – Esquema representativo de um exemplo de rede neural artificial. As entradas
(x1, x2) são processadas por nove neurônios distribúıdos em quatro camadas, ge-
rando duas sáıdas (y1, y2).

2.2 Função Perda

Até então analisamos como uma rede neural produz uma sáıda, mas falta sabermos

qual a qualidade da sáıda gerada. Existem diversas formas de comparar o resultado obtido

em uma rede neural com o valor esperado, e cabe a alguém definir como essa comparação

será feita. O processo de comparação é feito pela chamada função perda (do inglês, loss

function), que é uma função que recebe os resultados e o valor esperado e retorna um

número, denominado perda (do inglês, loss).

O processo de treinamento de uma rede neural se resume em buscar reduzir o valor

da perda, como será mostrado nas próximas seções. Isso demonstra qual a importânica

de se escolher uma função perda alinhada com os objetivos da rede neural, porque toda

a otimização será feita a partir dela. Caso a função perda e o objetivo da construção da

rede não estejam alinhados, é posśıvel que a rede aprenda muito bem (ou seja, reduza

bastante o valor da perda), mas tenha péssimos resultados em sua aplicação prática.

Um ótimo exemplo é treinar uma rede neural para detectar operações fraudulentas

em cartão de crédito sem usar nenhum tipo de técnica de balanceamento de dados no

processo. Para isso, pode-se usar uma função perda que simplesmente tira o módulo da

diferença entre a sáıda da rede (entre 0 e 1) e o valor real (0 ou 1). Como as operações

fraudulentas são raras se comparadas com as operações rotineiras, uma forma simples

da rede reduzir enormemente o valor de sua perda é simplesmente classificar todas as

operações como rotineiras, e nunca tentar apontar uma fraude. O valor da perda será

mińımo, mas a rede será completamente inútil para atingir o objetivo buscado.
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Uma das funções perda mais utilizadas para problemas de classificação é a chamada

entropia cruzada, que faz uma comparação entre a distribuição de probabilidades verda-

deira e a prevista pelo modelo. Nesse contexto, estamos realizando uma classificação do

tipo multi-classe, quando há várias posśıveis classes, mas cada dado pertence à apenas

uma delas. Nesse caso, a distribuição de probabilidades verdadeira será 1 para a classe

correta e 0 para as demais.

Em uma rede neural de classificação multi-classe, a sáıda da rede deve ser um vetor (z)

com uma entrada para cada posśıvel classe. Para se obter a distribuição de probabilidades

a partir da sáıda do modelo, podemos aplicar a chamada função softmax :

σ(zi) =
ezi∑C
j=0 e

zj
(2.1)

onde σ(zi) é a sáıda da função softmax na entrada i do vetor z. Podemos observar

que o somatório da sáıda da função softmax em todas as entrada de z nos retornará 1,

logo podemos usar suas sáıdas como uma distribuição de probabilidades para o resultado

da nossa rede neural.

Usando yj como o valor verdadeiro da função distribuição de probabilidade para a

classe j (0 ou 1) e ŷj como o valor da previsão da rede sobre a classe j (entre 0 e 1), a

função perda entropia cruzada se escreve como

ECperda = −
C∑

j=1

yj · log(ŷj) (2.2)

Para o caso em que queremos fazer uma classificação binária, ou seja, quando há

apenas duas classes, a entropia cruzada se reduz à chamada entropia cruzada binária:

ECBperda = −(y · log(ŷ) + (1− y) · log(1− ŷ)) (2.3)

onde y é o valor real do dado (0 ou 1) e ŷ é o valor previsto pelo modelo (entre 0 e

1). Como o valor de y é sempre 1 ou 0, apenas parte da equação é realmente computada.

Uma classificação sem erros geraria um valor igual a 0 na função perda.

2.3 Treinamento de uma rede neural

O treinamento de uma rede neural ocorre em duas etapas: (i), um lote (do inglês,

batch) de dados é inserido na rede, que o processa e entrega uma sáıda, e (ii), o resul-

tado obtido é comparado com o valor esperado através da função perda e usado para

alterar os pesos e viéses da rede em um processo chamado de retropropagação (do inglês,

backpropagation).

Como mostrado na Figura 2.2, os dados (x1, x2) entram pelo lado esquerdo da rede

neural, são processados pelos neurônios e geram as sáıdas (y1, y2). Esse processo é cha-
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mado de propagação direta e ocorre em lotes de dados. As sáıdas de cada dado de entrada

são comparadas com seus valores esperados através da função perda previamente esco-

lhida. O tamanho do lote de dados é um hiperparâmetro que pode ser otimizado para

melhorar o treinamento de uma rede.

Usando o resultado da função perda, é iniciado o processo de retropropagação, que é

uma forma de levar a informação final sobre a função perda para a rede. Esse processo

é feito pelo algoritmo de minimização, como por exemplo o método do gradiente descen-

dente, que calcula o gradiente da função perda com respeito a todos os pesos e viéses da

rede neural. Por fim, o oposto do gradiente obtido (gradiente com o sinal negativo) é

multiplicado por uma taxa de aprendizado e o resultado é usado para atualizar todos os

pesos e viéses.

Para ilustrar esse processo, digamos que desejamos atualizar o valor do peso w68 da

Figura 2.2. Para isso, façamos o destaque apresentado na Figura 2.3. Para facilitar o

entendimento dos cálculos, representaremos a sáıda de cada neurônio i como y′i. Assim,

w′
68, que é w68 atualizado pelo gradiente descendente, será dado por:

w′
68 = w68 − ε · ∂L(y1, y2)

∂w68

= w68 − ε · ∂L(y1, y2)
∂y1

∂y1
∂w68

(2.4)

y1

y2

w68

w79

6

7

8

9

w78

w69

b6

b7

b8

b9

f

L(y1, y2)

y'6

y'7

Figura 2.3 – Destaque da figura anterior para facilitar o entendimento do processo de retropro-
pagação. Apenas as duas últimas camadas de neurônios e as sáıdas da rede neural
artificial são mostradas. Ao final, as sáıdas são usadas para o cálculo da função
perda L(y1, y2).

onde ε é a chamada taxa de aprendizado, definida previamente. Para fazermos essa

derivada parcial, cabe representarmos y1 em termos das entradas do neurônio 8 e de sua

função de ativação. Assim, temos que

y1 = f(w68 · y′6 + w78 · y′7 + b8). (2.5)

Substituindo essa representação de y1 na equação 2.4 e aplicando a regra da cadeia,

obtemos
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w′
68 = w68 − ε · ∂L(y1, y2)

∂y1
f ′(w68 · y′6 + w78 · y′7 + b8) · y′6 (2.6)

onde f ′() é a derivada da função de ativação. Logo, o processo de retropropagação

depende diretamente das variáveis:

1. Taxa de Aprendizado;

2. Derivada da Função Perda;

3. Derivada das Funções de Ativação;

4. Sáıdas dos Neurônios Artificiais.

Esse processo de propagação direta e retropropagação ocorre diversas vezes com o

objetivo de fazer a rede chegar a um mı́nimo local da função perda que seja aceitável para

a utilização desejada. Cada vez que esse processo ocorre é chamado de passo. Quando

todos os dados do conjunto de treinamento passam por esse processo, dizemos que foi

computada uma época. A quantidade de passos ou épocas utilizados no treinamento de

uma rede é também um hiperparâmetro de otimização no treinamento.

Ao contrário do que pode parecer intuitivo, treinar com mais épocas nem sempre gera

melhores resultados, podendo inclusive gerar resultados piores. Essa discussão será feita

com mais detalhes na seção 2.6.

2.4 Otimizadores

Podem ser utilizados otimizadores como uma forma de complementar o algoritmo de

gradiente descente padrão no momento de treinamento da rede. Seu objetivo é conseguir

um treinamento mais ágil, mais estável ou mesmo evitar mı́nimos locais não ótimos.

O principal foco dos otimizadores é no hiperparâmetro taxa de aprendizado. Esse

é um hiperparâmetro dif́ıcil de se escolher, pois valores muito baixos farão com que o

treinamento seja demasiado lento ou que o modelo fique preso em mı́nimos locais não

ótimos no espaço de parâmetros, enquanto que valores muito grandes podem impedir que

o modelo alcance mı́nimos no espaço de parâmetros.

O otimizador gradiente adaptativo (doravante AdaGrad, de adaptative gradient) ob-

jetiva reescalar a taxa de aprendizagem para cada dimensão do espaço de parâmetros

em relação ao somatório dos gradientes em iterações anteriores. Assim, dimensões cujo

gradiente é muito alto tendem a ter sua taxa de aprendizagem diminúıda com o tempo,

enquanto que dimensões com gradiente baixo não são tão afetadas [24].

Para efeitos de comparação, vejamos a forma geral da taxa de aprendizagem original

da seguinte forma:
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wt+1
i = wt

i − ε · gt (2.7)

onde gt = ∇iL(w
t
i), ou seja, a dimensão do gradiente da função perda associada ao peso

wi no passo t. A maior limitação dessa equação é o uso da mesma taxa de aprendizagem

para todos os pesos a serem atualizados. O otimizador AdaGrad busca resolver isso

reescalando a taxa de aprendizagem em cada dimensão através da equação

wt+1
i = wt

i −
ε√

η +
∑t

τ=1 g
2
τ

· gt (2.8)

onde η é um pequeno valor usado para impedir divisões por zero. No otimizador

AdaGrad, todas os valores anteriores do gradiente são levados em conta no momento de

atualizar os pesos. Como esses valores estão sendo sempre somado a cada passo, a taxa

de aprendizagem real diminui com o passar das épocas.

Porém, essa diminuição na taxa de aprendizado pode acabar sendo exagerada e culmi-

nar em um congelamento do aprendizado, com a taxa de aprendizagem se aproximando

do zero.

A propagação de raiz quadrática média (doravante RMSProp, de Root Mean Square

Propagation) é outro otimizador que adapta a taxa de aprendizado e surgiu como uma

forma de melhorar o AdaGrad. Ao invés de usar a soma acumulada dos gradientes ao

quadrado, ele usa a média móvel exponencial do gradiente com dois termos. Assim,

um maior peso é dado para o termo mais recente, ou seja, para o gradiente do último

passo dado 1. A equação que representa a média móvel exponencial do gradiente (E[g2]t)

comumente usada é

E[g2]t = vt = β · vt−1 + (1− β)g2t (2.9)

onde β é um parâmetro entre 0 e 1, cujo valor padrão nesse tipo de aplicação é 0.9.

A inicialização de vt costuma ser no zero. Assim, os pesos são atualizados pelo RMSProp

de acordo com a equação

wt+1
i = wt

i −
ε√

η + vt
· gt (2.10)

Ao invés de usar simplesmente o gradiente descendente, podemos utilizar a técnica

conhecida como gradiente descendente com momento, que substitui o gradiente por uma

ponderação de gradientes, chamada de momento [25]. Essa ponderação é, na verdade,

uma média móvel exponencial do gradiente atual e dos anteriores

mt = α ·mt−1 + (1− α)gt (2.11)

1 http://www.cs.toronto.edu/ tijmen/csc321/slides/lecture slides lec6.pdf
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onde α é um parâmetro entre 0 e 1, cujo valor padrão nesse tipo de aplicação é 0.9. A

inicialização de mt costuma ser no zero. Assim, os pesos são atualizados pelo momento

de acordo com a equação

wt+1
i = wt

i − ε ·mt (2.12)

Como uma forma de unir os benef́ıcios do Gradiente Descendente com Momento e do

RMSProp, foi criado o otimizador de estimativa de momento adaptativa (doravante Adam,

de Adaptative Moment Estimation), sendo um otimizador que usa taxas de aprendizagem

reescaladas para cada parâmetro ao mesmo tempo que conta com o uso de momentos [26].

wt+1
i = wt

i −
ε

v̂t
· m̂t (2.13)

onde

m̂t =
mt

1− βt
1

(2.14)

v̂t =
vt

1− βt
2

(2.15)

são correções para mt e vt, respectivamente, e

mt = β1 ·mt−1 + (1− β1)gt (2.16)

vt = β2 · vt−1 + (1− β2)g
2
t (2.17)

Os valores padrões sugeridos pelo artigo original são de β1 = 0.9, β2 = 0.999 e ε =

0.002. As inicializações de mt e de vt são, por padrão, zero.

Por fim, o otimizador Adam com decaimento de peso desacoplado (doravante AdamW,

de Adam with decoupled weight decay) surgiu como uma forma de superar problemas de

generalização enfrentados pelo otimizador Adam. Generalização no contexto de ML se

refere à capacidade de um modelo em gerar bons resultados em dados nunca antes vistos.

Ao adicionar explicitamente o valor do próprio peso na expressão que o atualiza, o valor do

peso entra explicitamente no cálculo da função perda, fazendo com que seja interessante

reduzir o valor dos pesos. Pesos menores tem menor chance de gerarem sobreajuste, o

que por si só é uma vantagem.

wt+1
i = wt

i − ε ·
(
m̂t

v̂t
+ γ · wt

i

)
(2.18)

onde γ é o hiperparâmetro de decaimento de peso e possui valor padrão igual a 0.01.

Os autores mostraram experimentalmente que o otimizador AdamW é capaz de pro-

duzir resultados melhores para a perda e modelos com maior capacidade de generalização

do que o otimizador Adam [27].
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2.5 Funções de Ativação

Como vimos anteriormente, as funções de ativação são as responsáveis pela capacidade

das redes neurais de aprender padrões não-lineares. Uma caracteŕıstica desejada para que

uma função seja utilizada como função de ativação é que ela e sua derivada estejam

bem definidas e sejam suaves em todo o domı́nio dos reais. Existem exceções à essa

regra, que costumam ser resolvidas usando os valores à esquerda ou à direita nos pontos

problemáticos.

A função linear é a mais simples das funções, sendo utilizada na última camada princi-

palmente em regressões, quando o resultado final é um número real sem restrições. Nesse

caso, a sáıda do neurônio é simplesmente uma combinação linear das suas entradas, po-

dendo se dizer também que trata-se simplesmente de um neurônio sem função de ativação.

Uma das funções de ativação há mais tempo usada é a chamada Unidade Linear

Retificada, comumente chamada por ReLU (de Rectified Linear Unit). A função de

ativação ReLU é definida como:

f(x) = max(0, x) (2.19)

Seu efeito, na prática, é selecionar neurônios para desativar, ou seja, para não parti-

ciparem do cálculo da rede. Todos os neurônios que produzem sáıda negativa têm seus

resultados mapeados para zero, que seria o equivalente a desativar sua participação na

rede.

A função sigmóide é comumente utilizada como função de ativação em diversas ar-

quiteturas de redes neurais. Além de seu caráter não-linear, essencial para a capacidade

de generalização das redes neurais, outra importante caracteŕıstica dessa função é sua

imagem, que se restringe ao intervalo aberto (0, 1), como pode ser observado a partir de

sua definição:

f(x) =
1

1 + e−x
(2.20)

Essa restrição em sua imagem e o formato de sua derivada contribuem para impedir a

explosão do gradiente durante o treinamento, assunto que será tratado na próxima seção.

Outra vantagem do uso da função sigmóide é que sua derivada pode ser expressa em

termos da própria função, facilitando os cálculos realizados durante o treinamento.

f ′(x) = f(x) · (1− f(x)) (2.21)

A função sigmóide pode ser usada como a última função de ativação em problemas

de classificação, já que uma rede densa terminada em uma função sigmóide é equivalente

a um regressor loǵıstico, resultando em uma probabilidade para a classificação de uma

classe. A forma de sua derivada contribui para esse processo, já que possui seu máximo
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centrado no zero, o que gera uma tendência a empurrar os resultados para os extremos

do intervalo.

Apesar de todas as vantagens listadas, também existem desvantagens em seu uso. A

principal desvantagem é que ela têm a tendência de gerar a dissipação do gradiente para

valores muito altos ou baixos, fazendo com que o processo de aprendizado se torne lento

ou praticamente seja interrompido nas primeiras camadas.

Por fim, a tangente hiperbólica como função de ativação possui a maior parte das

vantagens da função sigmóide, mas seu uso ao final de uma rede densa não possui a

mesma equivalência com um classificador loǵıstico, impedindo seu uso como fonte de

probabilidades. Apesar disso, seu gráfico é centrado no zero, oferecendo uma simetria

extra quando comparada à sigmóide. Por outro lado, sua derivada converge para zero

mais rapidamente nos extremos, fazendo com que a dissipação do gradiente seja um

problema mais sério.

2.6 Problemas no Treinamento

2.6.1 Dissipação do Gradiente

Como foi visto na seção 2.3, o processo de treinamento de uma rede neural depende

diretamente do cálculo de gradientes. O problema da dissipação do gradiente ocorre

quando o gradiente para alguns pesos (normalmente, os pesos das primeiras camadas)

fica próximo à zero, fazendo com que a atualização de seus valores seja demasiadamente

lenta. Esse processo ocorre devido à forma que a equação 2.6 toma quando analizada

para pesos das primeiras camadas. A forma geral ficaria sendo:

w′ = w − ε · ∂L
∂yi

f ′(z1) · w2f
′(z2) · w3f

′(z3) · ... · wnf
′(zn) (2.22)

sendo os wi pesos da rede neural, os zi sáıdas de neurônios e os f’() a derivada da

função de ativação. Quando a derivada da função de ativação possui valores baixos, como

é o caso da função sigmóide, o produto de vários valores baixos tendem a fazer o gradiente

se aproximar do zero. Um gradiente próximo de zero nas primeiras camadas faz com que

seu processo de aprendizado seja muito mais lento do que o das últimas camadas, podendo

fazer com que o processo de treinamento como um todo seja muito lento e mais épocas

sejam necessárias, aumentando o tempo gasto e o custo computacional do processo.

2.6.2 Explosão do Gradiente

A explosão do gradiente é o problema contrário do apresentado na dissipação do gra-

diente. O problema ocorre quando a derivada da função de ativação tende a assumir

valores maiores do que 1, fazendo com que o produto desses valores fique muito alto para
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as primeiras camadas da rede. Assim, cada passo no processo de aprendizado fica grande

demais e as primeiras camadas têm dificuldade de convergir para um mı́nimo.

Uma forma de mitigar tanto esse problema quanto o anterior é o uso de diferentes

funções de ativação nas camadas intermediárias, de forma que os produtos de suas deri-

vadas se equilibrem e não gerem nem uma dissipação e nem uma explosão do gradiente

nas primeiras camadas.

2.6.3 Sobreajuste

O sobreajuste é um dos principais problemas no momento de treinar redes neurais.

Sobreajuste consiste em treinar excessivamente uma rede, de forma que ela fique espećıfica

demais para os dados de treino, perdendo a capacidade de generalizar para outros dados,

mesmo que originados do mesmo conjunto de dados.

Uma forma de identificar o sobreajuste é através do gráfico da função perda nos dados

de treino e de validação durante o processo de treinamento. Caso o gráfico da perda do

treino continue decaindo enquanto a perda da validação se mantém estagnada (ou mesmo

sobe), é um forte indicativo de sobreajuste, como pode ser observado na Figura 2.4.
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Figura 2.4 – Exemplo de sobreajuste no treinamento de uma rede neural artificial.

As técnicas mais comuns para reduzir esse efeito são:

• Uso de uma “parada antecipada”, que consiste em utilizar a época em que a perda

dos dados de validação é mı́nima ao invés de usar a última época do treinamento;

• Redução da complexidade ou profundidade da rede neural utilizada;

• Fazer uma melhor separação dos dados para que os conjuntos de treino e validação

possuam distribuições mais parecidas.
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2.6.4 Subajuste

Subajuste é o problema contrário do sobreajuste, e consiste na rede neural ser incapaz

de aprender o suficiente nos dados de treino a ponto de ter bons resultados. As técnicas

mais comuns para reduzir esse efeito são aumentar as épocas de treinamento, aumentar

a complexidade da rede neural, e melhorar o pré-processamento dos dados.

2.7 Principais Tipos de Camada

2.7.1 Camada Densa ou Linear

As camadas densas (ou lineares) são o tipo mais comum e podem ser visualizadas

na Figura 2.2, onde todas as camadas são densas. Camadas densas são as camadas

cujos neurônios recebem como entrada todas as sáıdas da camada anterior. São também

chamadas de lineares porque, caso não se use uma função de ativação, elas retornam

apenas uma combinação linear de suas entradas.

2.7.2 Camada Convolucional

O surgimento das camadas convolucionais foi muito importante para o tratamento de

imagens em DL [28]. A ideia por trás desse tipo de camada é reconhecer padrões em

imagens. Podem ser linhas, curvas, bordas, etc.

Um neurônio em uma camada convolucional funciona como um filtro, onde cada

número é um peso aprend́ıvel do neurônio. Um t́ıpico neurônio convolucional de ta-

manho 4x4 e com 3 canais (profundidade) pode ser vista na Figura 2.5. Esse neurônio

poderia processar uma imagem com 3 canais de cor como, por exemplo, o padrão RGB. O

neurônio passa ao longo de toda a imagem, enxergando uma parte de cada vez e buscando

o padrão associado aos seus pesos. Para cada posição do filtro, multiplicamos um a um

as entradas da imagem e os pesos do neurônio, somamos os resultados e chegamos a um

número associado àquela parte da imagem. Ao passar por toda a imagem, o filtro formará

uma nova imagem com os resultados desse processo, muitas vezes menor do que a imagem

original. Essa é a sáıda da camada convolucional que será entregue à camada seguinte,

que pode ser outra camada convolucional ou uma camada de outro tipo.

Assim como nas camadas densas, não é incomum se ter vários neurônios em uma

mesma camada convolucional, cada um aprendendo um padrão diferente e enviando uma

sáıda diferente para a camada seguinte, desde que todos tenham a mesma dimensão.

2.7.3 Camada Recorrente

Redes neurais com camadas recorrentes já foram o estado da arte em problemas de

processamento de linguagem natural. A principal caracteŕıstica desse tipo de camada é



2.7. Principais Tipos de Camada 17

0

0

1

113

51 7

20 12

18 18

15 155 2

100 2

10 1

50 4

2

2

1

3

Largura: 4 unidades

Altura: 4 unidades

Profundidade: 3 unidades 
(canais)

Figura 2.5 – Esquema representativo das entradas de um neurônio convolucional de ta-
manho 4x4x3. Todos os números que aparecem na imagem são entradas
aprend́ıveis do neurônio.

que as entradas não são processadas em paralelo, mas são processadas uma após a outra,

em sequência. Isso ocorre porque a camada recorrente usa a sáıda de uma entrada no

processamento da entrada seguinte. Infelizmente, essa sequência linear de informação cria

um gargalo quando se deseja acelerar os cálculos da rede neural, pois a dependência do

processamento de uma entrada do processamento da entrada anterior dificulta a parale-

lização dos cálculos [22].

Uma t́ıpica camada recorrente pode ser vista na Figura 2.6. Do lado esquerdo, temos

uma representação resumida de seu funcionamento, enquanto o lado direito mostra ela em

uma forma mais explicativa. Nesse camada, a entrada x0 é multiplicada pelos pesos U ,

passa pelo neurônio A e sua função de ativação, é multiplicado pelos pesos V e se torna

a sáıda h0. Ou seja, podemos escrever:

h0 = V · A(U · x0) (2.23)

Enquanto isso, o valor A(U · x0) é copiado e multiplicado pelos pesos W , ficando o

valor final guardado. Quando a próxima entrada (x1) for processada, o valor guardado

é adicionado antes da aplicação da função de ativação. Em outras palavras, a entrada

recebida pelo neurônio não será apenas U · x1, mas U · x1 +W · A(U · x0). Dessa forma,

informação sobre a entrada anterior é usada para processar também a entrada atual.

Essa forma de processar informação, alimentando a camada com uma entrada de cada

vez e usando informação anterior para avaliar a próxima entrada faz muito sentido quando

estamos processando texto. Por exemplo, podemos inserir uma palavra de cada vez na
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Figura 2.6 – Esquema representativo do funcionamento de uma camada recorrente em
uma rede neural artificial. U, V, W são conjuntos de pesos aprend́ıveis da
camada.

camada e usar informação sobre as palavras que aparecem antes na frase para processar

as palavras que aparecem depois.

2.7.4 Normalização de Camada

Um dos desafios no processo de aprendizado de redes neurais é que o gradiente da

função perda em relação aos pesos de uma camada é altamente dependente dos resul-

tados dos neurônios da camada anterior, podendo gerar fortes correlações indesejadas.

A Normalização de Camada é uma técnica que visa reduzir esse problema ao normali-

zar as entradas em uma camada, diminuindo a correlação com cada sáıda espećıfica e,

consequentemente, reduzindo o tempo de treinamento e o gasto computacional [29].

Logo, cada sáıda da camada l (ali) é regularizada da seguinte forma:

āli =
gli
σl

· (ali − µl) (2.24)

onde gli é simplesmente um parâmetro de escala aprend́ıvel e µl e σl são a média e o

desvio-padrão da média das sáıdas da camada anterior, definidos como mostrado abaixo.

µl =
1

H

H∑
i=1

ali (2.25)

σl =

√√√√ 1

H

H∑
i=1

(ali − µl)2 (2.26)

onde H é o número de neurônios na camada anterior (que coincide com o número de

sáıdas).

2.7.5 Camada de Retirada

Uma das maiores preocupações no momento de se treinar uma rede neural é o sobre-

ajuste, como já foi discutido anteriormente. Uma forma de reduzir essa mazela é através
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do uso de camadas de retirada (do inglês, dropout), que ajudam a gerar redundância den-

tro da rede. O hiperparâmetro que uma camada de retirada recebe é uma probabilidade

entre 0 e 1, que consiste na probabilidade de desativação de sáıdas da camada anterior,

alterando seu valor para 0 e fazendo com que eles não sejam usados no processo de trei-

namento. Na prática, é equivalente a desativar os neurônios da camada anterior. Quais

neurônios são de fato desativados muda em cada passo do treinamento, ou seja, sempre

que um novo lote de dados é computado. Assim, diferentes rotas são treinadas dentro

da rede e a rede como um todo tem mais dificuldade em ficar espećıfica demais para os

dados de treinamento. Em outras palavras, a rede tem maior dificuldade de fazer um

sobreajuste dos dados de treino.

Quando a rede neural é usada fora do modo de treinamento, as camadas de retirada

permanecem inativas, liberando todos os demais neurônios para participar dos cálculos.

Este é o caso, por exemplo, de quando a rede computa os dados de validação e de teste.

2.8 Tipos de Aprendizagem

Descreveremos os dois tipos de aprendizagem que contém relação com o presente

trabalho, que são também os modelos mais comuns. Apesar de existirem outros modelos

de aprendizagem, eles fogem ao escopo do presente trabalho.

Aprendizagem supervisionada ocorre quando o modelo precisa receber os dados e seus

gabaritos para aprender a relacioná-los. Os exemplos mais comuns são a classificação e

a regressão. Por exemplo, se desejarmos treinar um modelo que, a partir de uma foto de

um animal, decidisse se o animal é um gato ou um cachorro, precisaŕıamos alimentá-lo

com várias fotos de gatos e cachorros junto com a resposta esperada. Só depois desse

processo de aprendizagem supervisionada por humanos (que geraram os gabaritos) o mo-

delo conseguiria de fato prever corretamente se uma nova foto é de um gato ou de um

cachorro.

Aprendizagem não-supervisionada ocorre quando o modelo tem acesso apenas aos

dados, sem gabaritos separados, e tem que retirar conhecimento de forma independente.

Em geral, modelos que utilizam esse tipo de aprendizagem possuem algum parâmetro que

eles buscam aprender como minimizar. Esses modelos podem ser usados para classificação,

para identificação dos principais tópicos de um texto, para identificação das caracteŕısticas

mais importantes de dados (escolha de features), dentre diversas outras aplicações. Por

exemplo, podemos oferecer ao modelo dados sobre os filmes favoritos de diversas pessoas

e pedir para que ele separe essas pessoas em grupos. Dessa forma, teremos grupos de

pessoas com preferências cinematográficas parecidas e podemos usar o modelo como um

recomendador de filmes para novas pessoas a partir dos filmes que elas gostam.
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2.9 Avaliação de performance

2.9.1 Validação Cruzada K-Fold

Validação Cruzada é um conjunto de técnicas comumente usada para gerar estabilidade

nos resultados e precisão na avaliação de erros. Antes do uso da validação cruzada, é

importante separar uma parte do conjunto de dados para servir como conjunto de teste ao

final. No método espećıfico K-Fold, os dados de treino são divididos em diversos conjuntos

e são criados o mesmo número de modelos independentes com a mesma arquitetura e pesos

iniciais. Em cada versão da separação dos dados (ou fold), um modelo usa um conjunto

diferente de dados para validação, usando todos os demais conjuntos para treinamento.

Um exemplo de Validação Cruzada com 5 (cinco) folds é ilustrado na Figura 2.7.

Ao final, é usado o conjunto de dados de teste para avaliar os modelos finais, por

ser um conjunto de dados nunca processado pelas redes treinadas. Cada modelo faz

suas previsões no conjunto de testes, gerando métricas e gráficos próprios. Usando a

mediana e os percentis das métricas, sobrepõe-se os gráficos e obtém-se informações sobre

a estabilidade dos resultados da arquitetura utilizada e uma boa estimativa das faixas de

erro esperadas.

O uso dessa técnica busca reduzir erros na avaliação de um modelo causados por

dependência na ordem dos dados utilizados para aprender. Um modelo especialmente

senśıvel à escolha do grupo de treino dos dados que recebe pode ter resultados inconsis-

tentes. Utilizando diferentes conjuntos de dados para treinar o mesmo modelo, é posśıvel

observar o quão estáveis são seus resultados.

2.9.2 Métricas de performance

Em modelos de classificação binária, temos 4 (quatro) métricas cujas interações entre

si nos trazem importantes entendimentos. São elas: o número de falsos positivos, de falsos

negativos, de verdadeiros positivos e de verdadeiros negativos, como mostrado na Figura

2.8.

Essas métricas são todas dependentes do hiperparâmetro chamado limiar de escolha

utilizado em uma classificação, que é o valor mı́nimo de probabilidade aceitável para se

classificar um objeto como pertencente à uma classe. Quanto mais próximo o limiar de

escolha for de 0, mais objetos serão classificados como positivos, enquanto que quanto

mais próximo ele for de 1, menos objetos serão classificados como positivos. Tendo isso

em mente, as métricas básicas são:

• Verdadeiro Positivo (doravante TP, de true positive): caso em que a rede classificou

como positivo e a resposta era positivo;
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Figura 2.7 – Inicialmente, o conjunto de dados completo é dividido entre dados de treino
e de teste. Importante ressaltar que os dados de teste não serão utilizados
neste momento. Os dados de treino são novamente divididos em 5 (cinco)
conjuntos e são criados o mesmo número de modelos independentes com a
mesma arquitetura e pesos iniciais. Em cada versão da separação dos dados
(ou fold), um modelo usa um conjunto diferente de dados para validação,
usando todos os demais conjuntos para treinamento. O conjunto de dados
de teste é utilizado para avaliar os modelos finais, por ser um conjunto de
dados nunca processado por nenhuma das 5 (cinco) redes treinadas.

• Falso Positivo (doravante FP, de false positive): caso em que a rede classificou como

positivo, mas a resposta era negativo;

• Verdadeiro Negativo (doravante TN, de true negative): caso em que a rede classificou

como negativo e a resposta era negativo;

• Falso Negativo (doravante FN, de false negative): caso em que a rede classificou

como negativo, mas a resposta era positivo.

As demais métricas apresentadas são interações entre as 4 (quatro) métricas básicas

aqui descritas.
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Figura 2.8 – Esquema representativo do significado de cada uma das métricas fundamen-
tais em uma classificação binária. Os dados dentro da elipse são os que a
rede considerou como sendo positivos.

2.9.3 Área sob a Curva Caracteŕıstica de Operação do Receptor (AUC-ROC)

Duas métricas muito importantes para avaliarmos a qualidade de um modelo de in-

teligência artificial são a taxa de verdadeiros positivos (doravante TPR, sigla para true

positive rate) e a taxa de falsos positivos (doravante FPR, sigla para false positive rate).

Em termos de equações, temos:

TPR =
TP

TP + FN
(2.27)
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FPR =
FP

FP + TN
(2.28)

Como a soma entre TP e FN representa exatamente todos os dados cuja resposta é

positivo, a TPR é uma proporção entre quantos dados a rede acertou que eram positivos

e a quantidade real de positivos no conjunto de dados. Limiares de escolha mais baixos

aumentam a valor de TPR, pois mais dados serão julgados como positivos (mesmo que

erroneamente). Assim, TP aumenta enquanto FN diminui.

Por outro lado, a soma entre FP e TN representa todos os dados cuja resposta é

negativa. Logo, a FPR é uma proporção entre a quantidade de dados negativos que a rede

julgou corretamente e a verdadeira quantidade de dados negativos. Limiares de escolha

mais altos aumentam a valor de FPR, pois mais dados serão julgados como negativos

(mesmo que erroneamente). Assim, TN aumenta enquanto FP diminui.

A Curva Caracteŕıstica de Operação do Receptor (doravante Curva ROC, de Receiver

Operating Characteristic) relaciona essas duas variáveis. A curva é, graficamente, TPR vs.

FPR variando o limiar de escolha. Em outras palavras, cada ponto da curva representa

um posśıvel valor de TPR e FPR, a depender do limiar de escolha definido.

A Área Sob a Curva ROC (doravante AUC-ROC, sigla para area under the ROC curve)

é uma métrica que resume a informação gráfica da Curva ROC. A AUC-ROC varia de 0 a

1, sendo 0 um classificador que erra todas previsões e 1, um classificador que acerta todas

as previsões. Um classificador binário aleatório possui uma AUC-ROC de 0.5, acertando e

errando previsões na mesma proporção. Assim, um valor de AUC-ROC maior de 0.5 é um

ótimo parâmetro inicial para um modelo. Além disso, é uma das métricas que serve como

um parâmetro de escolha entre modelos. A Figura 2.9 mostra um exempo de curva ROC

de um classificador perfeito (AUC-ROC = 1), de um classificador aleatório (AUC-ROC

= 0.5) e de um classificador com resultados intermediários (AUC-ROC = 0.8).

2.9.4 Curva de Precisão-Revocação

Duas outras métricas muito importantes para avaliarmos a qualidade de um modelo

de inteligência artificial são a precisão e o revocação. Em termos de equações, temos:

Precisão =
TP

TP + FP
(2.29)

Revocação = TPR =
TP

TP + FN
(2.30)

Como a soma entre TP e FP representa todos os dados que a rede classificou como

positivos, a precisão é a proporção de quantos dados que a rede julgou como positivos

eram de fato positivos. A interação entre o limiar de escolha e a precisão não é tão simples,

pois o aumento do limiar de escolha reduz quantos dados são julgados como positivos,

reduzindo tanto a quantidade de TP quanto de FP.
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Figura 2.9 – Exemplos de Curvas ROC, sendo uma perfeita (AUC-ROC = 1), uma com
predições aleatórias (AUC-ROC = 0.5) e uma com resultado intermediário em
relação às outras (AUC-ROC = 0.8).

Revocação é um nome alternativo para TPR, comumente usado no contexto da Curva

de Precisão-Revocação. Como já descrito anteriormente, limiares de escolha mais baixos

aumentam o valor da revocação, pois mais dados serão julgados como positivos (mesmo

que erroneamente). Assim, TP aumenta enquanto FN diminui.

A Curva de Precisão-Revocação relaciona essas duas variáveis. A curva é, grafica-

mente, Precisão vs. Revocação variando o limiar de escolha. A informação que ela nos

traz é um balanço entre pureza e completeza de nossos resultados, ou seja, para cada valor

de limiar de escolha, quantos dos elementos verdadeiramente positivos conseguimos sele-

cionar (revocação) e qual foi a proporção entre seleções corretas e incorretas (precisão).

Idealmente, queremos que ambos os valores sejam o mais alto posśıvel.
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Podemos sintetizar essas informações na métrica chamada Precisão Média, que repre-

senta a área sob a Curva de Precisão-Revocação. Para cada valor k do hiperparâmetro

limiar de escolha, temos um valor respectivo Revocaçãok e Precisãok para a revocação e

a precisão do modelo. Assim, a Precisão Média pode ser calculada como sendo

Precisão Média =
n−1∑
k=0

(Revocaçãok −Revocaçãok−1) · Precisãok (2.31)

onde a soma é feita sobre todos os n valores adotados pro limiar de escolha e fixamos

Revocaçãon = 0 e Precisãon = 1. Idealmente, a área sob uma Curva de Precisão-

Revocação possui valor igual a 1, logo o mesmo ocorre com a Precisão Média. Assim

como a AUC-ROC, o valor da Precisão Média é usado como parâmetro de escolha entre

modelos.

2.10 Problemas multi-rótulo

Dentro da classe de problemas de classificação em aprendizado supervisionado, temos

uma categoria comumente chamada de classificação multi-rótulo, que consiste em classifi-

car objetos que podem pertencer a mais de uma categoria ao mesmo tempo. Por exemplo,

se desejarmos classificar pessoas de acordo com os tipos de livros que elas gostam de ler,

teremos um exemplo de classificação multi-rótulo. A pessoa A pode gostar de ler livros

de romance e mistério, a pessoa B, de mistério apenas, a pessoa C, de terror e ficção

cient́ıfica, enquanto a pessoa D não gosta de ler nenhum gênero literário.

As técnicas comumente usadas nesse tipo de classificação se assemelham às usadas em

classificações binárias. A função erro comumente adotada consiste em somar as entropias

cruzadas binárias (ECB) de todas as classes.

ECBperda =
C∑

j=1

−(yj · log(ŷj) + (1− yj) · log(1− ŷj)) (2.32)

onde C é o número de classes, yj é o valor real da classe j (0 ou 1) e ŷj é o valor

previsto pelo modelo para a classe j (entre 0 e 1). Como pode ser observado na equação

acima, soma-se a entropia cruzada binária associada à cada classe (cada j). Como o valor

de cada yj é sempre 1 ou 0, apenas parte da equação é realmente computada. Um valor

perfeito dessa função perda seria 0. Quando o processo é feito em um lotes de dados,

tira-se a média (ou faz-se a soma) das perdas de cada dado.

Uma versão mais estável numericamente é a chamada entropia cruzada binária com re-

gressão loǵıstica (do inglês, binary cross-entropy with logits), que usa uma função sigmóide

dentro dos logaritmos.
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ECBreg.log. =
C∑

j=1

−(yj · log(f(ŷj)) + (1− yj) · log(f(1− ŷj))) (2.33)

Lembrando que a função sigmóide é dada por:

f(x) =
1

1 + e−x
(2.34)
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Caṕıtulo 3

Processamento de Linguagem

Natural

Processamento de Linguagem Natural (doravante NLP, de Natural Language Proces-

sing) é uma área dentro de IA voltada ao processamento da linguagem humana por

computadores, estando o processamento de informações em texto dentro de seu escopo.

3.1 Técnicas Inicias

3.1.1 Tokenização e Vocabulário

Técnicas de NLP exigem que seus dados de entrada (texto) sejam representados de

forma que seja posśıvel realizar operações. Essa representação normalmente se dá por

meio de tokens, que nada mais são do que representar um trecho de texto através de um

número, normalmente um dado do tipo int.

Existem diversas técnicas de tokenização, que podem separar o texto por palavras,

caracteres ou trechos de palavras, que chamaremos de sub-palavras. A consideração ou

não de letras maiúsculas, pontuação ou caracteres especiais (emojis, por exemplo) variam

de acordo com a técnica de tokenização utilizada e com o objetivo do trabalho. Por

exemplo, um trabalho que objetivasse construir uma rede neural capaz de identificar

nomes de pessoas em um texto poderia ser beneficiada por um processo de tokenização

que identificasse palavras que iniciam com letra maiúscula de forma diferente das que

iniciam com letra minúscula.

Associado ao processo de tokenização, há a criação de um dicionário, que funciona

como um conjunto de pares do tipo {trecho de texto: token associado}. O objetivo do

dicionário é servir como um bijeção entre os trechos de texto e seus respectivos tokens.

Importante ressaltar que tokenizadores precisam ser pré-treinados, ou seja, precisam
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ser alimentados com dados textuais para constrúırem seus dicionários e serem posterior-

mente utilizados.

3.1.2 Embedding

Embedding é o processo de representar vetorialmente objetos de forma que os objetos

com significado semelhante tenham representações semelhantes. Esse processo pode ser

feito com tokens, posição de cada token em uma frase e outras informações, a depender

do embedding escolhido.

3.1.3 Bolsa de Palavras

Uma das formas mais simples de representar dados em texto é usando a chamada Bolsa

de Palavras (Bag of Words). Nesse modelo, toda a estrutura e contexto são perdidos e é

feita uma simples contagem das palavras presentes em cada texto do nosso dataset.

O modelo funciona da seguinte forma:

1. Tokenização;

2. Construção do vocabulário;

3. Codificação.

Cada texto do dataset é tokenizado (1) de forma que cada palavra se torna um token

único. Assim, nosso dado deixa de ser uma string de texto e passa a ser uma lista

de números, que são os tokens. Em seguida, o vocabulário é constrúıdo (2) coletando e

ordenando cada token único existente no conjunto de dados. A forma em que os tokens são

ordenados não é importante nesse tipo de modelo, podendo ser ordem alfabética, ordem

de aparecimento ou qualquer outra forma desejada. Por fim, os dados são codificados (3)

a partir do vocabulário constrúıdo. Cada dado passa de uma lista de tokens para um

vetor em que cada entrada é o número de vezes que determinada palavra do vocabulário

aparece no texto original do dado.

Com os dados estruturado dessa forma, qualquer algoritmo que receba um vetor como

entrada pode ser utilizado para processar o conjunto de dados, ficando a escolha depen-

dente, principalmente, da tarefa que se deseja realizar.

3.1.4 Palavras de Parada

Palavras de Parada (Stopwords) é um tipo comum de pré-processamento feito para

reduzir a complexidade de datasets de texto sem perder informações relevantes. A técnica

consiste em se fazer uma lista de palavras que fazem parte de construções gramaticais da

ĺıngua, mas que não acrescentam significado, e retirá-las do conjunto de dados. Em
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português, algumas palavras que podem ser retiradas sem alterar o significado da grande

maioria das frases são “que”, “a”, “o”, “e” e “então”.

Dessa forma, menos palavras precisarão ser processadas e podemos construir voca-

bulários mais enxutos, apenas com palavras que carregam mais significado.

3.1.5 Stemming

Stemming é mais uma técnica de pré-processamento cujo objetivo é reduzir a comple-

xidade do conjunto de dados e o tamanho do vocabulário. A ideia aqui é reduzir variações

que uma palavra pode ter devido às flexões de gênero, número, tempo, etc. . A partir

de uma série de regras gramaticais que variam para cada ĺıngua, deseja-se usar apenas

o radical de cada palavra, não ela inteira. Importante frisar que o radical da palavra

nesse contexto nem sempre coincide com o radical gramatical da palavra, porque o nosso

será feito a partir de um conjunto de regras que muitas vezes falham em coincidir com as

regras gramaticais quando tratamos de flexões irregulares.

Alguns exemplos: “eles”, “ele”, “elas” e “ela” se tornariam “el”, enquanto “corrida”,

“correr”, “correram”, “correrão” se tornariam “corr”. Existem diferentes algoritmos

de stemming, cada um com suas regras próprias e que visam reduzir mais ou menos as

palavras.

3.2 Transformers

A metodologia do tipo Transformer é uma técnica de aprendizagem profunda intro-

duzida em 2017 para tarefas de processamento de linguagem natural. A principal ideia da

metodologia Transformer é o uso de um mecanismo de atenção ensinável para escolher

quais partes do texto são mais relevantes para o significado de cada palavra. [6].

Um texto precisa ser tokenizado antes de ser processado pelo mecanismo de atenção.

Em outras palavras, o texto é dividido em palavras e sub-palavras, então cada palavra (ou

sub-palavra) é substitúıda pelo seu token correspondente (um número de identificação).

Cada um dos tokens possui uma representação embedding diferente, um vetor com entra-

das reais e dimensão fixada que representa o token.

O processo de atenção do Transformers acontece na chamada camada de atenção

multi-head, formada por várias subcamadas de auto-atenção. O objetivo dessa camada

é transformar cada representação de embedding em um novo embedding que é uma com-

binação linear de todos os embeddings da frase.

Em cada camada de auto-atenção, também chamada de head, o embedding de entrada

é multiplicado por 3 (três) matrizes com pesos aprend́ıveis chamados WQ, WK , e WV ,

resultando em 3 (três vetores) qi, ki, e vi, respectivamente, para cada token de entrada.

Esses vetores são conhecidos como “consulta”, “chave” e “valor”, respectivamente. Por



30 Caṕıtulo 3. Processamento de Linguagem Natural

exemplo, o mecanismo de atenção pro Token 1 envolve multiplicar q1, o vetor consulta

do Token 1, por cada um dos vetores ki, os vetores chave de cada token, resultando em

uma pontuação para cada token. Os scores são regularizados, divididos por 8 no nosso

exemplo, e alimentam uma função do tipo softmax, resultando em um número entre 0

e 1 para cada um deles. Em seguida, cada um desses números é multiplicado por seu

vetor valor vi. A soma desses vetores valor ponderados é o vetor z1, a sáıda do Token 1.

Em seguida, o vetor z1 de cada head são concatenados e multiplicados por WO, dando

a sáıda do Token 1, a novo embedding para ele. Os cálculos dentro de uma camada de

auto-atenção podem ser visualizados na Figura 3.1. A ideia por trás desse processo é

simples: quanto mais similares forem as representações da chave e da consulta, maior a

pontuação e mais atenção é dada ao token.

Particularmente, redes Transformer são indicados para nossa tarefa porque esse método

é baseado em atenção sobre todo o contexto da frase de uma vez, e alcançou resultados

estado-da-arte em tarefas de classificação [30, 31] .

Entrada Token 1 Token 2

Consulta

Chave

Valor

Pontuação

Dividir por 8
(Regularização)

Softmax

Softmax x  
Value

Soma

Embeddings x1 x2

q1 q2

k1 k2

v1 v2

q1 * k1 = 96 q1 * k2 = 80

12 10

0.84 0.11

z1 z2

v1 v2

x WQ q
* =

x WK k
* =

x WV v
* =

...

...

...

...

...

...

...

...

...

...

Figura 3.1 – Na esquerda, esquema exemplificando os cálculos feitos em uma head de
atenção. Na direita, representação gráfica de como obter os vetores consulta,
chave e valor a partir do embedding original de um token.
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3.3 Bidirectional Encoder Representations from Transformers (BERT)

BERT é uma rede Transformer pré-treinada usando a Wikpédia em inglês e o con-

junto de dados BooksCorpus [7]. Modelos baseados na arquitetura BERT têm atingido

resultados de estado-da-arte em múltiplas tarefas de classificação, justificando assim sua

escolha para a tarefa pretendida [9, 32, 33].

BERT é uma rede do tipo encoder, ou seja, é baseada em um empilhamento de camadas

de encoder. Cada encoder possui, em seu interior, uma camada de atenção multi-head,

do tipo descrito na seção anterior, e uma rede densa com atenção à posição (doravante

PWFFN, de Position-Wise Feed Forward Network). Além disso, o encoder também possui

em seu interior saltos de posições, camadas de retirada (com p = 0.1) e camadas de

normalização, práticas padrões para um treinamento mais efetivo de redes neurais.

A PWFFN é uma rede densa que processa cada embedding de forma independente,

ao invés de processar a sequêcia de embeddings como um vetor. Em seu interior há uma

subcamada densa com dimensionalidade de sáıda de 3072 e outra com dimensionalidade

de sáıda de 768 (o tamanho padrão de um embedding). Tudo descrito até aqui é o chamado

corpo da rede. Uma BERT de tamanho base possui 12 camadas de encoders, somando

por volta de 110 milhões de parâmetros. Uma rede BERT de tamanho base pode ser vista

na Figura 3.2.

No modelo utilizado no presente trabalho, depois de todas as camadas de encoders,

a rede termina com uma camada densa com dimensionalidade de sáıda de 768 e uma

tangente hiperbólica, tanh, como função de ativação, seguida por uma camada de retirada

(com p = 0.1) e uma camada densa final de dimensionalidade de sáıda de 14 (i.e., o número

de sintomas a serem identificados no nosso estudo de caso). Na camada de classificação,

há uma função de ativação do tipo sigmóide para cada uma das sáıdas. Essa parte final,

responsável pela classificação em nosso trabalho, é chamada de cabeça do modelo.

3.3.1 Dicionário e Tokenizador

O processo de formação do dicionário e pré-treinamento do tokenizador de uma rede

BERT se dá na forma de um processo regido por regras pré-estabelecidas. Apesar de

existirem diversas técnicas de tokenização, redes BERT utilizam, por padrão, uma técnica

de tokenização chamada de wordpiece, que está descrita abaixo. Para o pré-treinamento, é

necessário definir o tamanho máximo do dicionário e alimentar o tokenizador com dezenas

ou centenas de milhares de textos para se obter bons resultados.

Primeiro, todos os textos são pré-tokenizados em coleções de palavras e então cada pa-

lavra em uma coleção de caracteres. Primeiramente, os caracteres únicos são identificados

e adicionados ao dicionário de tokens. Em seguida, o tokenizador calcula, para cada par

de tokens adjacentes presentes nas palavras, qual o par cuja probabilidade dividida pelo

produto entre as probabilidades individuais dos tokens dá o resultado mais alto. Esse par



32 Caṕıtulo 3. Processamento de Linguagem Natural
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Figura 3.2 – Esquema representativo da arquitetura de uma rede BERT como utilizada
no presente trabalho, com uma cabeça de classificação de 14 sintomas. Os
números que aparecem após cada camada indicam o tamanho da sáıda da
respectiva camada.

será a nova entrada do dicionário. Esse processo se repete até que o tamanho do dicionário

alcance o valor desejado ou até que as probabilidades fiquem abaixo de um valor mı́nimo

pré-estabelecido [7, 34]. Um exemplo de tokenização do tipo wordpiece pode ser visto na

Figura 3.3.

A diferenciação entre letras maiúsculas e minúsculas depende do tokenizador utili-

zado. Neste trabalho iremos utilizar tokenizadores que não diferenciam entre maiúsculas

e minúsculas, tendo em vista que trabalhamos com textos não revisados e retirados da
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internet, onde regras gramaticais nem sempre são seguidas. Os dicionários de redes BERT

costumam ter por volta de 30 mil tokens.

O rato roeu a roupa

[o], [r, a, t, o], [r, o, e, u], [a], 
[r, o, u, p, a] o, r, a, t, e, u, p

[o], [r, a, t, o], [r, o, eu], [a], [r, o, up, a]

[eu] / [e][u] = 0.5 
[up] / [u][p] = 0.5

o, r, a, t, e, u, p, eu, 
up

[o], [r, at, o], [r, o, eu], [a], [r, o, upa]

[at] / [a][t] = 0.33 
[upa] / [up][a] = 0.33

o, r, a, t, e, u, p, eu,
up, at, upa

Dicionário

...

Figura 3.3 – Exemplo do funcionamento de um tokenizador do tipo WorkPiece usando a
frase “O rato roeu a roupa”.

3.3.2 Embeddings

O token embedding (doravante TE) da rede BERT associa cada token a um vetor com

768 dimensões. Essas representações são geradas durante a fase de pré-treinamento da

rede BERT.

O positional embedding (doravante PE) tem a tarefa de representar a informação sobre

a posição dos tokens na frase. Sem ele, o processo se reduziria a uma bolsa de palavras.

No caso espećıfico de redes BERT, é usado, por padrão, um PE absoluto, ou seja, que

carrega a informação da posição absoluta de cada token na frase, em contraste com um

PE relativo, que carregaria a informação da distância relativa de cada token em relação

aos demais. Além disso, o PE utilizado é aprend́ıvel, sendo que seu aprendizado ocorre

durante o pré-treinamento. [7, 35].

Cada posição na frase, que tem capacidade para até 512 tokens, possui uma repre-

sentação de PE como um vetor de 768 dimensões.

Além disso, temos o Segment Embedding, um embedding aprend́ıvel para diferenciar se

o token está antes ou depois do token [SEP], ou seja, se pertence à primeira ou segunda

frase, sendo que seu aprendizado ocorre durante o pré-treinamento.
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Por fim, o Final Embedding é a simples soma dos demais embeddings descritos até

aqui e é o embedding que de fato é processado pela rede BERT. Uma representação de

sua construção é feita na Figura 3.4.

[CLS]Entrada gos ##to de natação [SEP] é meu esporte favorito [SEP]

TE[CLS]
Token

Embeddings
TEgos TE##to TEde TEnatação TE[SEP] TEé TEmeu TEesporte TEfavorito TE[SEP]
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Embeddings

EA EA EA EB EB EB EB EB

E0
Position

Embeddings
E1 E2 E3 E4 E5 E6 E7 E8 E9 E10

+
EA EA EA

+++ + + + + + + +

++++ + + + + + + +

==== = = = = = = =
Final

Embedding
x0 x1 x2 x3 x4 x5 x6 x7 x8 x9 x10

Figura 3.4 – Esquema representativo de como os embeddings de uma rede do tipo BERT
são constrúıdos ao somar-se os embeddings dos tipos token, segment e posi-
tion.

3.3.3 Pré-Treinamento

O sucesso de redes BERT vem de seu pré-treinamento que utiliza duas técnicas únicas:

a modelagem de linguagem mascarada e a predição de próxima frase. Durante o pré-

treinamento, a perda utilizada é um somatório da perda obtida em cada uma dessas

tarefas. O que diferencia duas redes BERT de mesma arquitetura é seu processo de

pré-treinamento, incluindo em qual dataset (e ĺıngua) o pré-treinamento foi feito.

3.3.3.1 Modelagem de Linguagem Mascarada (MLM)

No MLM, a ideia é que a rede BERT receba um dado, processe-o e devolva como sáıda

o dado original. Para que esse processo não seja fácil demais, parte dos tokens do dado

original são substitúıdos pelo token especial [MASK].

O processo como um todo ocorre da seguinte forma: utilizando um tokenizador do

tipo WordPiece, os dados são tokenizados e, em seguida, truncados ou completados para

que sejam representados por uma lista com 512 tokens. Os dados, a partir deste ponto,

serão chamados de token ids. Em seguida, são criadas 3 (três) variáveis:

1. Ids de entrada: uma cópia da variável token ids, mas com cerca de 15% dos seus

tokens sendo mascarados usando o token [MASK];

2. Máscara de atenção: um tensor de 1s e 0s marcando as posições de tokens reais e

de tokens usados para completar a lista até 512, caso existam. Importante observar

que essa máscara de atenção não têm nada a ver com os tokens [MASK];
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3. Rótulos: os token ids originais, sem máscaras.

O modelo usará a máscara de atenção para definir para quais tokens olhar, desconside-

rando os tokens utilizados para completar a lista. A tarefa do modelo é receber os ids de

entrada, processá-los como descrito anteriormente e entregar, para cada token [MASK],

uma softmax de todo o dicionário da rede. O resultado com maior probabilidade será

a resposta da rede para aquele token [MASK]. Seu objetivo é descobrir qual a palavra

original naquela posição, usando o rótulo como gabarito para computar a função perda,

utilizando o AdamW como otimizador.

Durante o treinamento para MLM, o modelo tokeniza toda a frase (que possui o

token [MASK] em 15% da frase), a processa usando a rede BERT e a passa por uma

rede densa que devolve um resultado (output logits) para cada token. Cada um desses

resultados possui a dimensão do dicionário (por volta de 30k tokens) e será passado por

uma softmax, devolvendo uma distribuição de probabilidades. Passando a distribuição

por um argmax, se obtém o token id de maior probabilidade. O objetivo é que a rede

devolva a frase original, mas só são avaliados os resultados para os tokens [MASK].

Nem todos dos 15% dos tokens aleatoriamente escolhidos são de fato substitúıdos

por tokens [MASK], apenas 80% deles o são. Outros 10% são substitúıdos por palavras

aleatórias do vocabulário e nos últimos 10%, o token não é substitúıdo, permitindo que

a rede faça a predição do próprio token. Essa tarefa é treinada usando entropia cruzada

como função perda.

3.3.3.2 Predição de Próxima Frase (NSP)

A Predição de Próxima Frase (doravante NSP, de Next Sentence Prediction) é outra

tarefa a qual na rede BERT é pré-treinada. Durante o pré-treinamento, o modelo foi

treinado sempre recebendo duas frases separadas por um token [SEP]. Em 50% do treina-

mento, a segunda frase era uma continuação direta da primeira, e nos demais 50% foram

usadas frases pegas de forma aleatória. A classificação se as frases eram continuação uma

da outra ou não, foi feita usando o token especial [CLS], que é sempre o primeiro. A

função perda utilizada é a entropia cruzada binária.

3.3.4 Corpo e Cabeça

Uma rede BERT, assim como várias outras redes, pode ser dividida em duas partes:

a cabeça e o corpo. O corpo é formado por toda a arquitetura da rede, com exceção da

camada final que dá a sáıda da rede. A cabeça, por outro lado, é exatamente a camada

de sáıda da rede. Essa separação entre corpo e cabeça existe porque, uma vez que o corpo

é pré-treinado (pelos criadores originais da BERT, nesse caso), tudo que precisamos fazer

para usar a rede em um tipo de problema diferente é mudar a cabeça e treinar o modelo

na nossa tarefa espećıfica. Esse processo é chamado de fine tuning.
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A sáıda do corpo da rede BERT é uma lista de novos embeddings para os tokens ori-

ginais que entraram na rede. No caso em que queremos usar uma cabeça de classificação,

o padrão é utilizar apenas o embedding final do primeiro token da lista, ou seja, do token

especial <CLS>, como entrada para a cabeça de classificação.

Comparado ao pré-treinamento, o fine tunning é muito barato computacionalmente,

além de ter se mostrado altamente eficiente em diversas aplicações [7].

3.4 BERT-Multilingual

BERT-Multilingual é uma versão da BERT-Base liberada pelos próprios autores da

original [7]. Diferentemente da BERT padrão, essa versão foi pré-treinada nas 104 ĺınguas

com maiores Wikipédia e possui um vocabulário de 119,547 tokens, cerca de 4 (quatro)

vezes o tamanho do vocabulário da versão original.

3.5 BERTimbau

BERTimbau é uma versão da rede BERT pré-treinada no corpo dos textos do corpus

brWaC, que soma 2.68 trilhões de tokens em 3.53 milhões de documentos [36, 37].

3.5.1 Vocabulário e Tokenizador

Diferentemente da BERT original, os criadores da rede BERTimbau usaram a técnica

Byte-Pair-Encoding (doravante PBE) para tokenizar seus dados para o pré-treinamento.

PBE é uma técnica de tokenização muito similar à wordpiece, introduzida em [38]. O

único parâmetro necessário nessa técnica é o tamanho máximo do dicionário desejado.

Similarmente à técnica wordpiece, os textos são pré-tokenizados em coleções de pa-

lavras e então cada palavra em uma coleção de caracteres. Em seguida, cada caracter

individual é adicionado ao vocabulário. Em seguida, o tokenizador calcula, para cada par

de tokens adjacentes presentes nas palavras, qual o par que aparece a maior quantidade

de vezes. Esse par será a nova entrada do dicionário, sendo essa a única diferença entre

as ténicas PBE e wordpiece. Esse processo se repete até que o tamanho do dicionário

alcance o valor desejado.

Ao final, é feita uma adaptação do dicionário resultante para o padrão wordpiece, para

manter a compatibilidade com a rede BERT. O pré-treinamento foi realizado em 2.000.000

de frases aleatórias de artigos da Wikipedia em português, até que se chegou a 30.000

tokens [36].
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3.5.2 Treinamento

A rede BERTimbau foi pré-treinada em MLM e em NSP, similarmente à BERT ori-

ginal. O modelo foi treinado em 1 milhão de passos, similarmente à BERT original,

com taxa de aprendizagem de 10−4, utilizando uma estratégia de aquecimento da taxa

de aprendizado durante os primeiros 10.000 passos seguido por um decaimento linear da

mesma durante os demais passos. Essa é um técnica utilizada em treinamentos de redes

neurais que ajuda a minimizar a perda durante o treinamento. Durante os primeiros

10.000 passos, a taxa de aprendizado cresce linearmente, começando do zero, até o valor

definido acima de 10−4. Durante o resto do treinamento, esse valor cai linearmente até

voltar ao zero [7]. Dessa forma, os primeiros passos servem para a rede buscar uma região

no espaço de parâmetros que possua um mińımo local com valor de perda menor do que

a região original em que os parâmetros foram inicializados. A segunda fase do processo,

quando a taxa de aprendizado está se reduzindo, objetiva chegar ao mı́nimo dentro dessa

região. O uso de passos menores busca previnir que os pesos saiam da região com mı́nimo

encontrada pela fase anterior.

Para a BERTimbau Base, os pesos inicias são pegos da BERT-Base-Multilingual,

versão da rede BERT apresentada acima. O tokenizador foi descartado, já que o voca-

bulário é diferente. O tamanho do lote utilizado durante o pré-treinamento foi de 128 e o

treinamento durou por volta de 8 épocas nos dados de treino.

3.6 GPT-2

GPT-2 faz parte de outra famı́lia de redes Transformer, a famı́lia das GPT. Dife-

rentemente da famı́lia BERT, que é uma famı́lia de modelos do tipo encoder, as GPTs

são modelos do tipo decoder [8]. A diferença de um encoder para um decoder está no

mecanismo de atenção: encoders utilizam mecanismos de atenção bidirecionais, enquanto

decoders utilizam mecanismos de atenção unidirecionais [6]. Os cálculos dentro de uma

camada de auto-atenção unidirecional podem ser visualizados na Figura 3.5.

3.6.1 Pré-Treinamento

Assim como no caso da arquitetura BERTimbau, a GPT-2 usa um tokenizador do

tipo BPE com um vocabulário de 50.257 tokens, podendo receber dados com tamanho de

até 1024 tokens, o dobro de uma BERT padrão.

Diferentemente da famı́lia BERT, a arquitetura GPT-2 é um Modelo de Linguagem

Causal (doravante CLM, de Causal Language Model), o que significa que seu treinamento

se dá através da tentativa de prever a próxima palavra de uma frase usando apenas as

palavras anteriores como entrada. Ou seja, estamos diante de um modelo unidirecional,
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Figura 3.5 – Esquema exemplificando os cálculos feitos em uma head de atenção unidire-
cional.

que não olha todo o contexto da frase para fazer suas predições. Baseado na predição

feita, uma função perda do tipo entropia cruzada é utilizada no treinamento.

Uma arquitetura CLM é usada na GPT-2 pois seu maior objetivo está em obter resul-

tados de alta performance para geração de texto. Assim, dando uma semente para a rede

na forma de uma frase inicial, ela é capaz de gerar novas frases ou mesmo parágrafos sobre

o tema. Uma observação importante sobre esses textos gerados é que eles não possuem

nenhum compromisso com a coerência lógica, são simplesmente construções gramaticais

aprendidas com textos da internet.
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Obtenção dos Dados

Durante o projeto, foi realizada uma análise de dados em tweets sobre COVID-19 no

Brasil publicados entre 1º de fevereiro e 31 de abril de 2021. Um fluxo de trabalho foi

desenhado para extrair e processar tweets para serem analisados por técnicas de Aprendi-

zado Profundo. O objetivo de tal fluxo é prover um conjunto de dados adequado à nossa

metodologia sobre sintomas de COVID-19 em tweets.

O fluxo de trabalho, representado na Figura 4.1, é formado por 8 (oito) atividades

principais, cada uma sendo representada por um algoritmo, software ou análise de dados.

A atividade 1 consiste na escolha inicial dos sintomas de COVID a serem analisados,

realizada por profissionais da área médica. A atividade 2 consiste no levantamento de

palavras-chave relacionadas à COVID e aos sintomas escolhidos, inculindo hashtags rela-

cionadas. A atividade 3 executa o script TweetSearcher para extrair dados da base do

Twitter a partir da lista de sintomas e palavras-chave constrúıda nos passos anteriores.

As atividades 4, 6 e 8 validam os resultados obtidos usando especialistas em análises de

dados. As atividades 5 e 7 executam ferramentas de Inteligência Artificial usando Apren-

dizado Profundo, Processamento de Linguagem Natural e/ou Redes Neurais nos dados

recebidos das atividades 4 e 6, gerando recomendações de como melhorar os conjuntos de

dados. Por fim, a atividade 8 valida os resultados e gera um conjunto de dados final no

formato CSV.

A execução desse fluxo de trabalho é conduzida por uma interação humano-máquina

envolvendo especialistas em análise de dados, saúde e inteligência artificial. Além disso,

o fluxo de trabalho pode ser repetido quantas vezes forem necessárias até se alcançar um

consenso sobre a qualidade dos dados. Mais detalhes sobre as atividades descritas acima

são apresentados abaixo.
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Figura 4.1 – Workflow utilizado para a montagem do dataset final utilizado para o trei-
namento das redes neurais artificias.

4.1 Seleção dos Dados: Palavras-Chave e Sintomas de COVID-19

O conjunto utilizado de palavras-chave relacionadas ao coronav́ırus foi: covid, corona

e c19, incluindo hashtags relacionadas, como #covid19. Não foram utilizadas variações na

escrita tais como cov1d. Como os resultados gerados com essas palavra-chave foram muito

numerosos, um filtro foi utilizado para que os tweets possúıssem ao menos um sintoma

de uma lista pré-montada. Adicionalmente, um segundo filtro foi utilizado para remover

retweets e imagens.

O conjunto inicial de sintomas em português escolhido é apresentado na Tabela 1.

Eles são: calafrio, congestão nasal, coriza, diarreia, dor de cabeça, dor muscular, dor de

garganta, febre, mal estar, perda de olfato, perda de paladar, sonolência, tosse, enjoo e
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cansaço, totalizando 15 sintomas.

Sintomas Qtd. de Sintomas no Dataset 1 Qtd. de Sintomas no Dataset 3
Calafrio 13 102
Cansaço 17 116

Congestão Nasal 8 139
Coriza 57 143
Diarreia 35 105

Dor de Cabeça 56 154
Dor de Garganta 15 136
Dor Muscular 27 116

Enjoo 59 106
Febre 26 124

Perda de Olfato 13 114
Perda de Paladar 18 105

Sonolência 7 101
Tosse 366 392

Mal estar 1 -
Total 735 (em 556 tweets) 1953 (em 907 tweets)

Tabela 1 – Número de sintomas presentes nos Datasets 1 (inicial) e 3 (final).

4.2 Aquisição dos tweets: TweetSearcher

A terceira atividade executa o TweetSearcher para extrair tweets da base de dados

do Twitter, armazenando-os em nossa base de dados local. O TweetSearcher é um script

em Python que se comunica com a API do Twitter através da biblioteca Tweepy1. O

script realiza uma pesquisa cruzada entre os sintomas e palavras-chave relacionados à

COVID-19, como mostrado na Figura 4.2. A API do Twitter pode filtrar palavras não

relacionadas usando um lista de bloqueio (blocklist) ou até mesmo parâmetros de busca

(query parameters). Filtramos retweets e tweets com imagens. Por fim, o script cria um

arquivo no formato JavaScript Object Notation Lines (JSONL) para armazenar os tweets

obtidos em um formato Comma Separated Values (CSV). A ferramenta TweetSearcher

está dispońıvel no repositório do GitHub2.

1 https://www.tweepy.org/
2 https://github.com/rafaelstjf/tweets_searcher

https://www.tweepy.org/
https://github.com/rafaelstjf/tweets_searcher
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Figura 4.2 – Interface da ferramenta TweetSearcher

4.3 Primeira Análise de Dados: Verificação dos Sintomas de COVID-

19

Ao menos três analistas de dados revisaram manualmente os tweets para identificar

auto-relatos verdadeiros. Múltiplas camadas de filtro (atividades 4, 6 e 8) nos deram

um conjunto de posśıveis relatos de sintomas em casos positivos de COVID-19 (algumas

centenas) reportados pelos usuários.

A atividade 4 verificou a presença de sintomas de COVID-19 nos tweets. Posterior-

mente foram removidos usuários da nossa base de dados nos casos em que:

1. Seus relatos em tweets foram julgados como sendo falsos;

2. Os relatos eram retweets de outros usuários;

3. Usuário afirmou que seus testes foram negativos, apesar de sua crença inicial, ba-

seada nos sintomas, que o levou a crer que havia contráıdo o v́ırus (em um mesmo

tweet).

Por exemplo, tweets como “COVID-19: Brasil chega a 25,4 milhões de vacina-

dos” foram descartados por considerarmos que não há nenhum sintoma de COVID-19

em seu texto. Por fim, para descobrir usuários que auto-reportaram testes positivos para

COVID-19, categorizamos os tweets em quatro conjuntos baseado na presença de sinto-

mas:

1. Tweets sem sintomas;

2. Tweets com sintomas e teste positivo para a COVID-19 (esse é o nosso “Conjunto

COVID-19 Positivo”);
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3. Tweets com sintomas e teste negativo;

4. Tweets com sintomas, mas sem teste.

4.4 Segunda Análise de Dados: Veriricação de Sintomas em Twe-

ets

A atividade 6 identificou e excluiu tweets (identificados por técnicas de ML na ati-

vidade 5) que apresentaram palavras at́ıpicas derivadas dos sintomas. Por exemplo, a

palavra “sonoridade” foi exclúıda, pois não possui relação semântica com a palavra

“sonolência”. Importante observar que ambas palavras podem gerar a mesma subpalavra

“sono”, apesar de possúırem significados bastante diversos, o que gerou casos de confusão

nas arquiteturas de Rede Neural utilizadas. Apesar disso, nem todas palavras com esse

mesmo problema foram removidas, como a análise final dos resultados mostrará.

4.5 Terceira Análise de Dados: Balanceando a Frequência dos Sin-

tomas nos Tweets

A partir da dificuldade das arquiteturas de Rede Neural em generalizar a identificação

de sintomas com poucos casos durante a atividade 7, foram adicionados mais tweets,

consequentemente mais aparições de sintomas, retirados do Twitter durante a atividade

8. A adição de novos dados se fez presente até que a quantidade mı́nima estabelecida de

100 aparições de cada sintoma fosse alcançada. Ao final, nosso dataset inicial (1) continha

556 tweets contando 735 sintomas, que foram aumentados no dataset final (3), composto

por 907 tweets contendo 1.953 sintomas, como mostrado na Tabela 2.

Dataset Inicial Dataset Final
Tweets com sintomas 556 907
Tweets sem sintomas 3419 3414

Total 3975 4321

Tabela 2 – Comparação entre a quantidade de dados dos datasets inicial e final.

Como havia apenas um exemplo do sintoma “mal estar” , ele foi exclúıdo de nossas

análises. As atividades 6 e 8 foram repetidamente executadas até que a frequência de

todos os sintomas estivesse balanceada, com ao menos 100 exemplos de cada.
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Caṕıtulo 5

Processamento dos Dados e

Resultados

5.1 Processamento dos Dados

Diferentes redes BERT e uma GPT-2 foram utilizadas para identificar sintomas nas

frases do conjunto de dados 3 obtido na seção anterior. A Figura 5.1 mostra um esquema

descrevendo os passos para se executar a rede BERT, similares à todos os demais casos.

Os passos são descritos em seguida.

Como as frases coletadas pela API do Twitter possuem um contexto diverso do pre-

tendido pela rede neural (relatos de sintomas), o passo 1 consiste em uma limpeza dos

dados usando expressões regulares (RegEx). Todos os links, nomes de usuário (iniciados

com “@”), emojis, hashtags e “RT” foram removidos por serem próprios do contexto de

tweets, mas não de um relato. Abreviações como “vc” no lugar de “você” não foram

tratadas ou removidas devido à capacidade de redes Transformer de processá-las, man-

tendo assim a coerência e concordância originais das frases. Erros ortográficos também

não foram tratados, pois são esperados em um contexto autêntico de relato escrito.

O passo 2 consiste em usar o tokenizador da rede para tokenizar cada dado, ou seja,

cada frase. Esse processo separa cada palavra e confere se ela está presente no dicionário do

tokenizador. Se a palavra estiver no dicionário, ela é substitúıda por seu token correspon-

dente (um número identificador). Caso contrário, a palavra é separada em sub-palavras,

que são substitúıdas por seus respectivos tokens. Existem também tokens especiais que

indicam o ińıcio e o fim da frase tokenizada. A lista final de tokens deve ter 120 tokens.

Caso esse número não seja alcançado, ao final da lista são adicionados zeros até que a

lista que representa a frase tenha 120 tokens. Em outras palavras, a lista é truncada em

120 tokens. Apesar das redes BERT e GPT-2 serem capazes de computar até 512 e 1024

tokens por dado, respectivamente, limitamos esse valor para 120 devido às restrições no
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Figura 5.1 – Esquema descrevendo os passos a que toda frase do dataset final foi sub-
metida para se identificar os sintomas presentes. Em 1, cada frase foi pré-
processada usando Expressões Regulares (RegEx) para remover links, “RT”,
emojis, hashtgs e nomes de usuário. Em 2, a frase foi tokenizada pelo to-
kenizador da rede BERTimbau. Em 3, os tokens são mapeados pelos Token
Embedding (TE) e Positional Embedding (PE) e as representações são so-
madas. A Validação Cruzada cria 5 (cinco) redes BERT independentes (4),
cujos resultados são passados por uma função sigmóide (5), gerando proba-
bilidade (6) que serão convertidas em uma lista de sintomas detectados no
tweet.

tamanho da memória das nossas GPUs. Apesar disso, como tweets possuem um limite de

280 caracteres, os 120 tokens utilizados são suficientes para representar toda a informação
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de um tweet.

No passo 3, temos o Token Embedding e o Positional Embedding. Embedding é o

processo de representar uma informação usando um vetor com entradas numéricas. Se

a informação é um token, chamamos de Token Embedding (TE); se estamos codificando

uma posição, chamamos de Positional Embedding (PE). Cada token possui sua própria

representação em embedding dada pela rede, i.e., cada token é mapeado em um vetor de

512 dimensões pré-treinado para representar o “significado” do token. Ao TE adicio-

namos o PE para indicar o posição de cada token dentro da frase. O PE representa a

informação sobre a posição de cada token, permitindo que a rede diferencie a distância

entre os tokens dentro da frase.

Após o processo de embedding, o conjunto de dados é dividido pela Validação Cruzada

e usado para alimentar a rede BERT, no exemplo da imagem (passo 4). A sáıda é um

vetor com a dimensionalidade igual ao número de sintomas. Em seguida, cada entrada do

vetor de sáıda passa por uma função sigmóide (passo 5), retornando um número entre 0

e 1, que pode ser interpretado como a probabilidade da presença de determinado sintoma

na frase (passo 6). É necessário escolher um valor mı́nimo de probabilidade para que

consideremos como indicativo da presença do sintoma; esse valor é chamado de limiar de

escolha, já discutido anteriormente no presente trabalho. O limiar de escolha usado foi

probabilidade ≥ 0.5. Por fim, o processo retorna uma lista de sintomas identificados em

cada frase.

Durante o treinamento, foi utilizado o otimizador AdamW, o mesmo implementado

originalmente pela BERT, com β1 = 0.9, β2 = 0.999 e decaimento de pesos do tipo L2

com valor de 0.01. Todos modelos foram treinado por 50 (cinquenta) épocas e foi usada

uma parada antecipada e selecionado o melhor modelo no conjunto de validação em cada

tarefa.

5.2 Testes de Baseline

Inicialmente foram treinadas 4 redes do tipo Transformer para avaliação do conjunto

de dados, sendo elas:

1. BERT Base Uncased : versão tamanho base da rede BERT, pré-treinada em inglês;

2. BERTimbau: versão tamanho base da rede BERT pré-treinada em textos em por-

tuguês;

3. GPT-2: versão padrão da rede GPT-2, pré-treinada em inglês;

4. BERT Base Multilingual Cased : versão tamanho base da rede BERT pré-treinada

nas 104 ĺınguas com as maiores Wikipédias.
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Em todos os casos foi utilizado um subconjunto dos dados de forma que o número de

dados com sintomas fosse o mesmo dos dados sem sintomas. A escolha era feita pegando-

se todos os dados com sintomas e buscando um número idêntico de dados sem sintomas

no restante do conjunto de dados. A divisão dos dados em conjuntos de treino e teste

ocorre após essa pré-seleção dos dados.

Todas as redes foram testadas em duas versões de treinamento: (1) treinamento nor-

mal; e (2) treinamento utilizando pesos para balancear os dados. O treinamento utilizando

pesos altera levemente o cálculo da função perda da seguinte forma:

ECBperda =
C∑

j=1

−kj(yj · log(ŷj) + (1− yj) · log(1− ŷj)) (5.1)

em que cada peso kj é definido da seguinte forma:

kj =
1∑N
i yj

· N

Nsintomas

(5.2)

onde N é o número total de dados do conjunto de treinamento e Nsintomas é o número

de dados do conjunto de treinamento que possui algum sintoma. Dessa forma, os sinto-

mas com menos aparições terão um kj maior, incentivando a rede a aprender melhor a

reconhecer tais sintomas.

Foi utilizado um valor padrão para a taxa de aprendizagem em todos os modelos

ε = 2 · 10−5. Além disso, o tamanho do lote de dados para treinamento foi padronizado

em 32 (trinta e dois), e o número de modelos da validação cruzada padronizado foi 5

(cinco).

5.2.1 Resultados com balanceamento na função perda

Como foi mostrado na Tabela 1, existem sintomas que aparecem até quase 4 (quatro)

vezes mais do que outros. Essa diferença na distribuição dos sintomas motivou o uso dos

pesos na função perda para que a rede fosse capaz de aprender mesmo os sintomas com

menor quantidade de aparições.

Como pode ser observado na Figura 5.2, todas as redes passaram por um processo de

real aprendizado, pois tanto a perda no treinamento quanto na validação seguiram em

queda durante todo o treinamento. Em outras palavras, não se observou sobreajuste ou

subajuste, sendo um ótimo indicativo sobre a escolha das arquiteturas.

O mesmo não se observa quando analisamos a Figura 5.3, onde a evolução da acurácia

nos dados de validação de todas as redes ficou abaixo de 90%. Aqui já é posśıvel ver

diferenças de performance entre as arquiteturas, sendo que as redes BERTimbau e BERT

Multilingual foram as que apresentaram melhores resultados para a acurácia.

Outras métricas além da acurácia devem ser analisadas, sob risco de cairmos em uma

visão distorcida sobre a qualidade das arquiteturas. Por exemplo, uma rede com alta
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Figura 5.2 – Gráficos da evolução da perda durante o treinamento das redes neurais com
a utilização de pesos.

acurácia pode ter descartado todas as aparições de um sintomas com menos aparições.

Assim, a rede obtém boa acurácia geral, mas péssimos resultados espećıficos para aquele

sintoma.

A Figura 5.4 nos mostra que, com exceção da arquitetura GPT-2, todas as redes

obtiveram AUC-ROC acima de 0.9 em todos os sintomas individualmente, levando-se em

conta 3 casas decimais. As redes BERTimbau e BERT Multilingual continuam com os

melhores resultados até então.

Apesar dos bons resultados até então, a Figura 5.5 nos mostra que os resultados obtidos

não são tão confiáveis. Mesmo analisando apenas as melhores arquiteturas candidatas,

há sintomas cuja precisão fica abaixo 70% em ambas, sugerindo que há espaço para

aperfeiçoamento. Isso nos motiva a analisar os resultados sem a utilização de pesos

durante o treinamento, para avaliarmos com mais propriedade se o uso dos pesos de

fato ajudou o processo de treinamento ou não.
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Figura 5.3 – Gráficos da evolução da acurácia durante o treinamento das redes neurais
com a utilização de pesos.
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Figura 5.4 – Gráficos das ROCs para cada sintoma e seus respectivos valores de AUC-
ROC quando o treinamento utilizou pesos no cálculo da perda.
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Figura 5.5 – Gráficos das Curvas de Precisão-Revocação para cada sintoma e seus res-
pectivos valores de Precisão Média quando o treinamento utilizou pesos no
cálculo da perda.
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5.2.2 Resultados sem balanceamento na função perda

Todas as redes foram retreinadas do zero, dessa vez utilizando uma entropia cruzada

binária sem balanceamento como função perda durante o processo de treinamento.

Similarmente ao caso utilizando balanceamento, a Figura 5.6 demonstra que o treina-

mento ocorreu sem grandes problemas em todas as arquiteturas, com exceção da GPT-2,

que apresenta fortes sinais de sobreajuste aos dados de treino. Isso pode ser notado em

seu gráfico que, por volta da época 10, passou a reduzir a perda apenas nos dados de

treinamento, enquanto os de validação mantiveram sua perda praticamente constante.

10 20 30 40 50
Época

0.0

0.1

0.2

0.3

0.4

0.5

Pe
rd

a

Melhor época: 48

Treinamento: 0.01649 +/- 0.00193
Validação: 0.03707 +/- 0.00573

(a) BERT

10 20 30 40 50
Época

0.0

0.1

0.2

0.3

0.4

0.5

Pe
rd

a

Melhor época: 47

Treinamento: 0.01321 +/- 0.00042
Validação: 0.0276 +/- 0.0068

(b) BERTimbau

10 20 30 40 50
Época

0.0

0.1

0.2

0.3

0.4

0.5

0.6

Pe
rd

a

Melhor época: 47

Treinamento: 0.03074 +/- 0.00489
Validação: 0.144 +/- 0.0245

(c) GPT-2

10 20 30 40 50
Época

0.0

0.1

0.2

0.3

0.4

Pe
rd

a

Melhor época: 47

Treinamento: 0.01295 +/- 0.00024
Validação: 0.03405 +/- 0.00445

(d) BERT Multilingual

Figura 5.6 – Gráficos da evolução da perda durante o treinamento das redes neurais sem
a utilização de pesos.

A Figura 5.3 reforça o sobreajuste da GPT-2, pois o gráfico da acurácia dos dados

de treinamento segue em subida até o final do treinamento, enquanto o da validação fica

estagnado abaixo dos 70% de acurácia. Todas as demais redes alcançaram acurácia nos

dados de validação acima de 90%, indicando resultados melhores do que os obtidos quando

balanceamento foi utilizado no treinamento.

As curvas ROC da Figura 5.8 reforçam o mesmo entendimento de que todas as redes

da famı́lia BERT foram bem-sucedidas na tarefa de classificação. Enquanto isso, a rede

GPT-2 continua com um rendimento muito abaixo das demais.
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Figura 5.7 – Gráficos da evolução da acurácia durante o treinamento das redes neurais
sem a utilização de pesos.

Por fim, as curvas de Precisão-Recall apresentadas na Figura 5.9 confirmam os re-

sultados anteriores obtidos pelas demais métricas. Todas as métricas obtidas para o

treinamento sem uso de pesos indicam que esse processo se mostrou mais eficaz do que o

uso de pesos, contrariando a expectativas iniciais.

Resta agora escolher entre um dos modelos analisados para dar continuidade às análises

e aplicações pretendidas, como o chatbot. A arquitetura GPT-2 é a primeira a ser des-

cartada devido a seus resultados muito aquém das demais. Entre os 3 (três) modelos

restantes, o BERT Multilingual tem a desvantagem de possuir o maior dos vocabulários,

sendo cerca de 4 (quatro) vezes o tamanho dos vocabulários dos demais modelos. Como a

maior parte desse vocabulário não é referente ao português (já que o modelo foi treinado

em 104 ĺınguas), muitos dos tokens presentes nele nunca serão usados em nosso contexto,

como os tokens referentes ao mandarim, por exemplo, que são retirados do texto durante

a limpeza por RegEx. Esse vocabulário maior faz com que o treinamento e aplicação

da rede sejam mais custosos computacionalmete do que as alternativas, motivando sua

preterição.

Por fim, nos resta escolher entre a BERT Base e a BERTimbau. Pensando em futuras

expansões do conjunto de dados e sintomas a serem detectados, a BERTimbau possui
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Figura 5.8 – Gráficos das ROCs para cada sintoma e seus respectivos valores de AUC-
ROC quando o treinamento não utilizou pesos no cálculo da perda.

a vantagem de ter seu dicionário treinado em português, o que pode ser um indicativo

de maior capacidade de generalização. Por esses motivos, as análises mais detalhadas e

testes utilizando o LIME serão feitos com a BERTimbau.
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Figura 5.9 – Gráficos das Curvas de Precisão-Revocação para cada sintoma e seus respec-
tivos valores de Precisão Média quando o treinamento não utilizou pesos no
cálculo da perda.

5.3 Resultados do Modelo BERTimbau e Discussão

Recapitulando, o treinamento do modelo convergiu, pois o valor da perda dos dados

de treino e de validação decaiu até estacionar em um platô, como demonstrado na Figura

5.10. A mediana da perda em relação aos folds foi usada para selecionar a melhor época

para ser usada nos dados de teste, ou seja, a época em que o valor da perda nos dados de

validação é mı́nima.

Além de um valor de acurácia geral de 93.11 ± 0.10 (Figura 5.11), o modelo alcançou

altos valores de AUC-ROC e precisão média em todos os sintomas nos dados de teste,

como observado na Figura 5.12. Tais resultados indicam que o modelo é altamente eficaz

em diferenciar a presença de sintomas em tweets e gera poucos falsos positivos. Além
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Figura 5.10 – Evolução da perda durante o treinamento da rede BERTimbau escolhida.

disso, a Tabela 3 mostra que os resultados através dos folds da Validação Cruzada são

altamente estáveis em todos os sintomas.

Como alguns sintomas podem ser descritos pelos usuários usando diferentes sinônimos,

resultados levemente menores de precisão e acurácia nos resultados são esperados, e.g.,

em “congestão nasal”, “dor de cabeça”e “dor de garganta”. O modelo aprendeu as formas

mais comuns de descrevê-los, mas alguns sinônimos mais raros não foram generalizados,

levando a uma precisão levemente mais baixa. O maior problema se refere aos usuários

usando diferentes palavras para expressar o que estão sentindo. Essas diferenças podem

ser regionais ou mesmo por idade, reforçando a necessidade de coletar o mais diverso e

completo dataset posśıvel para se realizar o treinamento.

Um problema diferente aconteceu com “perda de olfato” e “perda de paladar”: poucos

tweets tinham um dos sintomas presentes sem a presença do outro. Consequentemente, o

modelo criou uma correlação entre os dois sintomas, levando a um decréscimo em ambas

precisões.

O sintomas sonolência teve a menor AUC-ROC, provavelmente devido à presença, no

conjunto de dados, de palavras muito similares na escrita, mas cujo significado é bastante

diverso, tais como sonoro e sonolência. Como suas precisões podem demonstrar, o modelo

foi capaz de identificar casos reais de sonolência, mas a AUC-ROC indica que a certeza no
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Figura 5.11 – Evolução da acuráica durante o treinamento da rede BERTimbau escolhida.

resultado final poderia ser maior. Apesar deste problema poder ser minimizado criando

um dicionário mais especializado para a tarefa, o problema provavelmente é consequência

do fato do conjunto de dados usado para treinamento ser bem diferente do contexto de

aplicação imaginado. De fato, em um contexto de relato, a presença de palavras que são

tão distantes do contexto cĺınico é menos esperado.
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Figura 5.12 – Curvas ROC e de Precisão-Recall para cada sintoma na rede BERTimbau.
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ROC-AUC Precisão Média
Calafrio 0.99388 ±0.00304 0.944 ±0.010
Cansaço 0.99988 ±0.00017 0.960 ±0.001
Congestão Nasal 0.99755 ±0.00084 0.927 ±0.007
Coriza 0.99992 ±0.00003 0.950 ±0.005
Diarreia 0.99924 ±0.00065 0.905 ±.008
Dor de Cabeça 0.99871 ±0.00040 0.910 ±0.014
Dor de Garganta 0.99710 ±0.00029 0.862 ±0.011
Dor Muscular 0.99989 ±0.00003 0.964 ±0.024
Enjoo 0.99916 ±0.00034 0.913 ±0.007
Febre 0.99781 ±0.00049 0.969 ±0.001
Perda de Olfato 0.99791 ±0.00032 0.842 ±0.020
Perda de Paladar 0.99982 ±0.00003 0.882 ±0.030
Sonolência 0.95886 ±0.00019 0.947 ±0.010
Tosse 0.99821 ±0.00012 0.951 ±0.002

Tabela 3 – Meadiana e desvio-padrão da AUC-ROC e da Precisão Média por sintoma.
Todas as métricas foram medidas no dataset de teste.
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5.4 Local Interpretable Model-Agnostic Explanations (LIME)

LIME é um método usado para interpretar decisões individuais de um modelo ao

invés de buscar uma explicação global. LIME faz isso executando o modelo diversas

vezes, mostrando diferentes partes da mesma frase (no caso de dados de texto) em cada

rodada. Dessa forma, LIME consegue identificar as palavras mais importantes usadas

pelo modelo para classificação e retorna uma estimativa da confiança sobre as explicações

dadas.

LIME auxilia a encontrar viéses na classificação a partir das palavras marcadas e con-

fiança estimada, permitindo melhorias na adequação do modelo às informações presentes

no texto (no nosso caso, os tweets que descrevem sintomas de COVID).

Usar o LIME para analisar predições incorretas pode ser uma fonte de ideias para

futuras melhorias, como observado na Figura 5.13. Os exemplos apresentados na figura

sugerem que o modelo possui viéses inerentes aos dados. Em (a), apesar da presença da

palavra “entupido”, que o LIME identifica como altamente importante, o modelo falha em

retornar a presença do sintoma “congestão nasal”. Isso é provavelmente uma consequência

da falta de mais exemplos conectando a palavra ao sintoma em nosso dataset.

Exemplos de erros feitos pela rede.

(a)

(b)

(c)

Figura 5.13 – Modelo LIME aplicado à exemplos de erros cometidos pela rede no dataset
de teste. (a): Caso de falso negativo; (b): Caso de falso positivo; (c): Caso
de falso positivo.

Em (b), o problema é diferente, pois o modelo não foi treinado com muitos exemplos

que descreveram a ausência de sintomas. Portanto, todas as palavras são usadas para

indicar a presença da condição cĺınica, ignorando situações que indiquem sua ausência.

Considerando o objetivo deste modelo, essa é uma limitação fundamental. Uma posśıvel

forma de minimizar tal problema em uma aplicação na vida real seria um alerta para que

os usuários nunca descrevam um sintoma que eles não estejam sentindo, restringindo-se

aos sintomas que eles identificaram em si mesmos. Futuros trabalhos também podem
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explorar a capacidade de modelos do tipo Transformer de generalizar seu entendimento

de quando uma frase descreve a ausência de um sintoma.

Em (c), temos um problema de correlação, porque o modelo usa a descrição de “perda

de paladar” para indicar “perda de olfato”. Uma exploração no conjunto de dados é

benéfico para identificar que, em quase todos os casos, esse dois sintomas aparecem juntos,

confundindo o modelo quando ele tiver que analisar um caso em que apenas um deles

aparece.

O LIME provê uma ferramenta para entender como um modelo identifica sintomas

e aponta situações onde faltam dados de treinamento para o modelo. Um modelo pre-

ditivo pode falhar em casos sub-representados nos dados de treino. O LIME nos deu

dois grandes entendimentos usando apenas os três exemplos ilustrados e outros similares

a eles. Primeiramente, a necessidade de mais dados para que o modelo possa genera-

lizar sua habilidade de identificar sintomas. Mais exemplos de formas alternativas de

descrever o mesmo sintomas e novas frases que descrevam “perda de paladar” e “perda

de olfato” separadamente seriam necessárias para tal, como indicado na Figura 5.13 (a) e

(c). Em segundo lugar, é essencial assegurar que o modelo não seja usado em descrições

negativas de sintomas. Apesar deste limitação, o modelo segue relevante em auxiliar a

identificar pacientes com risco de COVID-19, já que a limitação envolve falsos positivos,

e não falsos negativos.

5.5 Aplicação em Chatbot

Seguindo a motivação inicial do trabalho, a criação de uma ferramenta de detecção

automatizada de sintomas, foi constrúıdo um protótipo de chatbot. A rede BERTimbau

treinada sem balanceamento foi integrada ao seu funcionamento. Ao buscar por uma

interface simples e que não gerasse dificuldades para seus usuários, optamos pelo uso

do aplicativo de mensagens Telegram. O chatbot foi constrúıdo usando-se a biblioteca

python-telegram-bot1 e uma API oficial do Telegram2.

Nosso chatbot funciona também como uma forma de validação do modelo BERTimbau

treinado e ferramenta de construção de um novo dataset para treinamento. Em sua versão

atual, o chatbot salva 5 (cinco) informações em uma nova linha de um arquivo CSV ao

final da interação com um humano. Essas informações são:

• Dado 1: Dia e hora do final da interação do usuário com o chatbot.

• Dado 2: Mensagem do usuário descrevendo seus sintomas;

• Dado 3: Lista de sintomas que a rede BERTimbau treinada identificou;

1 https://github.com/python-telegram-bot/python-telegram-bot
2 https://core.telegram.org/bots/api
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• Dado 4: Lista de sintomas corrigida pelo usuário;

• Dado 5: Texto livre enviado pelo usuário descrevendo outras condições de saúde.

Com esses dados, é posśıvel avaliar a capacidade de generalização da rede BERTimbau

com dados gerados diretamente pelos usuários. Uma comparação entre os dados 3 e 4

seria o suficiente para tal, pois seria a comparação entre o resultado da rede BERTimbau

com a lista de sintomas corrigida pelo próprio usuário. Casos que mostrassem erros da

rede neural nessa comparação podem ser posteriormente avaliados indvidualmente com o

aux́ılio de técnicas como o LIME.

As mensagens dos usuário descrevendo seus sintomas (dado 2) em conjunto com a

lista de sintomas corrigida pelo usuário (dado 4) servem como um novo dataset. Se este

for alimentado até que cada sintoma possua, ao menos, 100 (cem) aparições, poderia

ser usado para treinar novas redes neurais. Por fim, a interação com o chatbot gera

dados textuais (dados 2 e 5) que fornecem informações importantes sobre outros sintomas

de COVID-19 que podem estar relacionados a diferentes fases da doença ou diferentes

variantes, que poderiam ser analisados por profissionais da saúde. Esperamos que nosso

chatbot e a tecnologia por trás dele possa servir de inspiração para o acompanhamento

de outras doenças.

5.5.1 Funcionamento do chatbot

O fluxograma do funcionamento do chatbot pode ser visto na Figura 5.14. Para iniciar

a conversa, basta que o usuário mande uma mensagem escrita “/start”. Ao receber esse

comando, o chatbot requisita que a pessoa descreva quais sintomas está sentindo em

apenas uma mensagem, e aguarda pela resposta, como mostrado na Figura 5.15. Ao

receber uma resposta, uma cópia do texto da resposta é salvo em uma variável separada

chamada “mensagem”(dado 2), que não será mais atualizada durante toda a interação.

O texto da mensagem passa pelos seguintes processamentos no backend do chatbot :

1. Tokenização do texto;

2. Processos de Token Embedding e Positional Embedding, e sua soma;

3. Processamento pela rede BERTimbau treinada;

4. Função sigmóide final para o cálculo das probabilidade;

5. Uso do limiar de escolha padrão (probabilidade do sintoma ≥ 0.5) para gerar a lista

de sintomas identificados.

O resultado final desse processamento é uma lista de sintomas que é salva em duas

variáveis diferentes: a lista de “sintomas identificados” (dado 3) e a lista de “sintomas



64 Caṕıtulo 5. Processamento dos Dados e Resultados

/start

Pedido por frase
para anamnese

Frase para
ser availada

Avaliação
pela rede

BERT

Lista de sintomas
identificados. Estão

corretos?

/adicionar /retirar /sim

Qual sintoma faltou
na lista?

Qual sintoma deve 
ser retirado da lista?

Qualquer outra
resposta

Não entendi
Além dos sintomas
descritos, você está
sentindo algo mais?

Qualquer
resposta

Obrigado pela sua
participação

Informações
são salvas no
arquivo .csv

Chatbot
encerrado

Sintomas
identificados

Outros
sintomas

Data e hora
atual

= Mensagem do usuário

= Mensagem do chatbot

= Evento no backgroud

= Informação separada
para ser salva

Algum 
sintoma

Sintomas
presentes

Atualiza a
lista de

sintomas
presentes

Mensagem

Figura 5.14 – Fluxograma do funcionamento do chatbot.

presentes” (dado 4). Importante ressaltar que nesta fase do fluxo do chatbot essas variáveis

ainda não foram salvas no novo dataset que está sendo criado. Elas serão salvas apenas

ao final, quando a interação do usuário com o chatbot terminar. A partir deste ponto, a
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Figura 5.15 – Exemplo do ińıcio de uma interação com o chatbot.

variável “sintomas identificados”(dado 3) não será mais atualizada.

A lista de “sintomas presentes”(dado 4) é então apresentada para o usuário, como

mostrado na Figura 5.16, e pede-se para ele optar entre:

• Adicionar um sintoma que foi descrito em sua mensagem, mas que não está presente

na lista de sintomas, usando o comando “/adicionar”;

• Retirar um sintoma que não foi descrito em sua mensagem, mas que está presente

na lista de sintomas, usando o comando “/retirar”;

• Confirmar que a lista de sintomas apresentada está de acordo com o descrito em

sua mensagem, usando o comando “/sim”;

Caso o usuário responda algo que não seja um dos 3 (três) comandos descritos acima,

o chatbot simplesmente responde “não entendi” e repete ao usuário o pedido anterior de

optar entre os comandos.

Caso o usuário responda com o comando “/adicionar”, ele é apresentado à lista dos

14 (catorze) sintomas que a rede neural é capaz de identificar e pede-se para que ele

identifique qual destes sintomas a rede neural não foi capaz de identificar, como mostrado

na Figura 5.17. Ao receber a resposta do usuário com um sintoma válido, a lista de

“sintomas presentes” é atualizada. Se o usuário escrever qualquer coisa que não seja um

sintoma válido, a lista mantem-se inalterada. Repetir um sintoma que já estava presente

na lista também não a altera de nenhuma forma. Após a atualização, o usuário recebe

a lista de “sintomas presentes” (dado 4) atualizada e pede-se para ele optar novamente

entre “/adicionar”, “/retirar” ou “/sim”.
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Figura 5.16 – Exemplo de resposta do chatbot com sintomas identificados.

Figura 5.17 – Exemplo de como adicionar um sintoma não identificado pelo chatbot.
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O caso em que o usuário responde com “/retirar” é similar ao caso anterior, com a

diferença que o chatbot pede que seja identificado um sintoma erroneamente colocado na

lista de sintomas presentes, como pode ser observado na Figura 5.18. Nesse caso, se o

usuário pedir para retirar um sintoma que não estava na lista, nada ocorre à lista. O

processo de adicionar ou retirar um sintoma à lista de sintomas presentes pode ser feito

quantas vezes o usuário desejar, e a única variável sendo atualizada é a lista de “sintomas

presentes”(dado 4).

Figura 5.18 – Exemplo de como retirar um sintoma identificado erroneamente pelo chat-
bot.

Finalmente, ao digitar o comando “/sim”, o chatbot pergunta se o usuário está sentindo

mais alguma coisa além do descrito, podendo incluir sintomas que a rede neural não

foi treinada para identificar, como demonstrado na Figura 5.19. A resposta para esse

pergunta é salva na variável “outros sintomas” (dado 5). Por fim, o chatbot agradece pela

participação do usuário e encerra a conversa. Nesse momento, é salvo o dia e horário do

fim da conversa em uma variável “dia e horário atual” (dado 1).

Com a conversa encerrada, as 5 (cinco) variáveis separadas pelo sistema são salvas em

uma nova linha de um arquivo CSV previamente criado. As variáveis, na ordem em que

são salvas, são:

1. Dia e horário do final da conversa;

2. Mensagem;

3. Sintomas presentes;

4. Sintomas identificados;

5. Outros sintomas.
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Figura 5.19 – Exemplo do final de um interação com o chatbot.

Com essas informações, é posśıvel criar um novo dataset para retreinar a rede neu-

ral BERTimbau usando as colunas “mensagem” e “sintomas presentes”. Por outro lado,

pode-se também utilizar as colunas “sintomas presentes” e “sintomas identificados” para

entender quais as situações em que a rede neural está errando, possibilitando assim iden-

tificar viéses da aplicação.
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Caṕıtulo 6

Considerações Finais

Com a chegada da pandemia de COVID-19, a necessidade de oferecer tratamento

médico minimizando o risco de novas infecções criou uma nova motivação para pesquisas.

Iniciativas envolvendo identificação de sintomas da COVID-19 utilizando inteligência ar-

tificial foram feitas principalmente para a ĺıngua inglesa. O objetivo do presente trabalho

foi construir uma rede neural do tipo Transformer para texto capaz de detectar a presença

de 14 sintomas de COVID-19 escolhidos por profissionais da saúde. Para esse objetivo,

foi utilizado um dataset minerado diretamente do Twitter para treinar a rede neural e os

resultados foram analisados usando-se o método LIME.

Como deseja-se que a rede neural seja capaz de processar textos reais, o uso de um

dataset advindo do Twitter possui a vantagem de ter seus textos produzidos por pessoas

escrevendo de forma informal, ou seja, sem uso de jargões ou estruturas de escrita dema-

siadamente formais. Dessa forma, regionalismos, ǵırias, abreviaturas e erros de gramática

ou escrita são preservados, permitindo que a rede neural seja treinada em um contexto

próximo ao da aplicação pretendida, uma anamnese automatizada.

O uso de redes Transformer, especialmente as do tipo BERT, se mostrou altamente

eficiente para a detecção de sintomas de COVID-19 em texto. Entre as arquiteturas tes-

tadas, os melhores resultados foram os da rede BERTimbau treinada com uma função

perda do tipo Entropia Binária Cruzada sem balanceamento. A rede BERTimbau apre-

sentou acurácia acima de 97%, AUC-ROC acima de 0.95 e Precisão Média acima de 0.84

em cada um dos 14 sintomas. Os casos com previsões equivocadas da rede neural foram

interpretados utilizando-se o método LIME, que permitiu identificar que a expansão do

dataset é essencial para elevar as métricas obtidas. Por fim, integramos a rede com su-

cesso a um chatbot montado no aplicativo de mensagens Telegram. O chatbot desenvolvido

possui uso interativo e amigável, sendo capaz de entregar respostas processadas pela rede

BERTimbau em tempo real. O chatbot está funcional e dispońıvel para uso1, servindo

1 https://t.me/anamnese bot



70 Caṕıtulo 6. Considerações Finais

para validação da presente dissertação e para a criação de novos datasets relacionados à

COVID-19.

O enriquecimento do dataset parece ser o melhor caminho para a melhoria das métricas

de qualidade, sendo o chatbot uma importante ferramenta para tal enriquecimento. Novos

dados que possuam mais exemplos descrevendo os sintomas utilizando outras palavras,

maior diversidade de combinação de sintomas na mesma frase e exemplos de negação da

presença de um sintoma foram os principais enriquecimentos identificados para o aumento

da capacidade de generalização da rede neural.

Existem vários caminhos abertos para a expansão do presente trabalho. Por exemplo,

pode-se aumentar o número de sintomas analisados pela rede neural, ou mesmo analisar

outras condições prévias de saúde da pessoa, como diabetes e câncer. Outra expansão

natural do trabalho seria criar um modelo similar para dados de áudio, aumentando as

alternativas posśıveis para interação com os futuros usuários dessas tecnologias.

A empresa Lemobs foi responsável pela apresentação inicial do problema tratado nesse

projeto e por seu financiamento. A empresa continua investindo no desenvolvimento da

solução usando as estratégias mencionadas acima. A empresa demonstrou interesse em

integrar uma versão do chatbot desenvolvido em seus produtos para uso em avaliações

de pessoas com suspeita de COVID-19 e em outros protocolos e scores de risco em áreas

como saúde mental, risco card́ıaco, entre outras.

Os resultados obtidos pela rede BERTimbau e as análises feitas utilizando-se o LIME

foram publicados na Revista de Notas Técnicas do CBPF sob o código DOI 10.7437/nt2236-

7640/2022.01.001.
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